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АНОТАЦІЯ 
 

 

Москалець О. О. Оптимізація бізнес-процесів промислового підприємства 
на основі великих даних та машинного навчання 

Кваліфікаційна випускна робота для здобуття ступеня вищої освіти 
магістра за спеціальністю 051 – Економіка, науковий керівник В. В. Бирський. 
Інженерний навчально-науковий інститут ім. Ю. М. Потебні ЗНУ, кафедра 
інформаційної економіки, підприємництва та фінансів, 2025.  

Магістерська робота присвячена розробці та практичній реалізації моделей 
оптимізації бізнес-процесів промислового підприємства на основі технологій 
великих даних і методів машинного навчання. 

В роботі досліджено сучасні підходи до оптимізації бізнес-процесів 
промислових підприємств; проаналізовано можливості використання технологій 
Big Data для управління виробничими системами; розроблено економіко-
математичні моделі оптимізації бізнес-процесів із використанням методів 
машинного навчання; удосконалено підхід до практичного впровадження 
моделей на прикладі ПрАТ «ТехноМашПром»; оцінено економічний ефект від 
використання моделей оптимізації бізнес-процесів на підприємстві. 

Наукова новизна одержаних результатів полягає в удосконаленні 
методичного підходу до оптимізації бізнес-процесів промислових підприємств 
шляхом інтеграції алгоритмів машинного навчання в процеси аналізу великих 
даних. На відміну від існуючих підходів, розроблені моделі дозволяють 
одночасно враховувати багатофакторні залежності, швидко адаптуватися до змін 
у виробничих умовах та формувати рекомендації для управлінських рішень у 
режимі близькому до реального часу. 
 

Ключові слова: ОПТИМІЗАЦІЯ БІЗНЕС-ПРОЦЕСІВ, ВЕЛИКІ ДАНІ, 
МАШИННЕ НАВЧАННЯ, ЕКОНОМІКО-МАТЕМАТИЧНЕ МОДЕЛЮВАННЯ, 
ЦИФРОВА ТРАНСФОРМАЦІЯ ПРОМИСЛОВОСТІ, ІНДУСТРІЯ 4.0, 
ЕФЕКТИВНІСТЬ ВИРОБНИЧИХ СИСТЕМ 
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SUMMARY 

 

 

Moskalets O. O. Optimization of business processes of an industrial enterprise 

based on big data and machine learning 

Qualifying final work for obtaining a higher education degree of master in the 

specialty 051 - Economics, scientific supervisor V. V. Byrsky. Engineering 

Educational and Scientific Institute named after Yu. M. Potebnia ZNU, Department of 

Information Economics, Entrepreneurship and Finance, 2025. 

The master's work is devoted to the development and practical implementation 

of models for optimizing business processes of an industrial enterprise based on big 

data technologies and machine learning methods. 

The work investigates modern approaches to optimizing business processes of 

industrial enterprises; analyzes the possibilities of using Big Data technologies for 

managing production systems; develops economic and mathematical models for 

optimizing business processes using machine learning methods; improves the approach 

to the practical implementation of models using the example of PrJSC 

«TechnoMashProm»; assesses the economic effect of using business process 

optimization models at the enterprise. 

The scientific novelty of the results obtained lies in the improvement of the 

methodological approach to the optimization of business processes of industrial 

enterprises by integrating machine learning algorithms into the processes of big data 

analysis. Unlike existing approaches, the developed models allow to simultaneously 

take into account multifactorial dependencies, quickly adapt to changes in production 

conditions and form recommendations for management decisions in a mode close to 

real time. 

Keywords: BUSINESS PROCESS OPTIMIZATION, BIG DATA, MACHINE 

LEARNING, ECONOMIC AND MATHEMATICAL MODELING, DIGITAL 

TRANSFORMATION OF INDUSTRY, INDUSTRY 4.0, EFFICIENCY OF 

PRODUCTION SYSTEMS 
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ВСТУП 

 

 

Актуальність теми. Сучасні умови розвитку промисловості України 

характеризуються високою динамічністю зовнішнього середовища, зростанням 

конкуренції та потребою у підвищенні ефективності управлінських рішень. 

Традиційні методи організації бізнес-процесів на підприємствах дедалі менше 

відповідають вимогам часу, адже обсяг даних, які генерує виробництво, зростає 

експоненціально. У таких умовах ключовим ресурсом стають великі дані (Big 

Data), а також алгоритми машинного навчання, що забезпечують можливість 

прогнозування, виявлення прихованих закономірностей та автоматизації 

управління. 

Для українських промислових підприємств упровадження рішень на 

основі великих даних і штучного інтелекту є не лише інструментом підвищення 

конкурентоспроможності, а й шляхом інтеграції у глобальні ланцюги створення 

доданої вартості. Використання сучасних моделей оптимізації дозволяє 

скорочувати витрати, підвищувати продуктивність і формувати стратегічні 

переваги, що є особливо актуальним в умовах структурних змін економіки 

України та орієнтації на цифрову трансформацію виробництва. 

Метою магістерської роботи є розробка та практична реалізація моделей 

оптимізації бізнес-процесів промислового підприємства на основі технологій 

великих даних і методів машинного навчання. 

Для досягнення поставленої мети в роботі вирішено такі завдання: 

– досліджено сучасні підходи до оптимізації бізнес-процесів промислових 

підприємств; 

– проаналізовано можливості використання технологій Big Data для 

управління виробничими системами; 

– розроблено економіко-математичні моделі оптимізації бізнес-процесів із 

використанням методів машинного навчання; 
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– удосконалено підхід до практичного впровадження моделей на прикладі 

ПрАТ «ТехноМашПром»; 

– оцінено економічний ефект від використання моделей оптимізації бізнес-

процесів на підприємстві. 

Об’єкт дослідження – процеси оптимізації бізнес-процесів промислових 

підприємств. 

Предмет дослідження – методи та моделі використання великих даних і 

машинного навчання для підвищення ефективності управління бізнес-

процесами. 

Методи дослідження.У процесі дослідження застосовано системний 

підхід і методи економіко-математичного моделювання, включаючи регресійний 

аналіз, методи оптимізації, алгоритми кластеризації та прогнозування. Для 

обробки даних використано інструменти аналітики Big Data, а також сучасні 

бібліотеки машинного навчання.  

Наукова новизна одержаних результатів полягає в удосконаленні 

методичного підходу до оптимізації бізнес-процесів промислових підприємств 

шляхом інтеграції алгоритмів машинного навчання в процеси аналізу великих 

даних. На відміну від існуючих підходів, розроблені моделі дозволяють 

одночасно враховувати багатофакторні залежності, швидко адаптуватися до змін 

у виробничих умовах та формувати рекомендації для управлінських рішень у 

режимі близькому до реального часу. 

Практичне значення отриманих результатів полягає у можливості 

застосування розроблених моделей для вдосконалення бізнес-процесів ПрАТ 

«ТехноМашПром». Запропоновані рішення дають змогу підвищити 

ефективність використання ресурсів, скоротити витрати та сформувати основу 

для подальшої цифрової трансформації підприємства. 

Магістерська робота складається зі вступу, трьох розділів, висновків, 

списку використаних джерел та додатків. Загальний обсяг роботи становить 

близько 78 сторінок, містить 30 таблиць, 10 рисунків. Список використаних 

джерел налічує 64 найменування. 
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РОЗДІЛ 1 

 ТЕОРЕТИЧНІ ЗАСАДИ ВИКОРИСТАННЯ ВЕЛИКИХ ДАНИХ ТА 

МАШИННОГО НАВЧАННЯ У БІЗНЕС-ПРОЦЕСАХ 

 

 

1.1. Сучасні підходи до оптимізації бізнес-процесів промислових 

підприємств 

 

У науковій і практичній літературі оптимізацію бізнес-процесів 

розглядають як методичний підхід до системного покращення роботи організації 

шляхом перегляду, корекції та вдосконалення дій, структур і зв’язків між ними. 

Зокрема, під бізнес-процесом розуміють сукупність взаємопов’язаних дій чи 

операцій, що споживають ресурси й призводять до певного результату, 

важливого з погляду цілей підприємства. Оптимізація ж означає не просто 

зменшення витрат, а здатність досягати кращих результатів (швидкість, якість, 

гнучкість) за наявних чи мінімально змінених ресурсів [1].  

Сучасні підходи до оптимізації умовно можна поділити на такі класи: 

Методи процесного підходу – моделювання, аналіз і трансформація бізнес-

процесів (наприклад, картування, реінжиніринг, BPMN-проєктування). 

Аналітичні та статистичні методи – аналіз часових рядів, регресійні моделі, 

факторний аналіз, кореляційні залежності, оптимізаційні алгоритми (лінійне, 

цілочисельне програмування тощо). 

Методи на основі даних та алгоритмів машинного навчання – 

прогнозування, кластеризація, виявлення аномалій, рекомендаторні системи, 

автоматичне прийняття рішень. 

Методи гібридного характеру – комбінування процесного підходу та 

моделей машинного навчання, наприклад, застосування process mining + ML, 

інтелектуальний реінжиніринг тощо. 

До першої групи належать традиційні підходи, відомі ще з класичного 

управлінського аналізу та бізнес-інженерії. Наприклад, реінжиніринг бізнес-
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процесів (Business Process Reengineering, BPR) передбачає радикальний перегляд 

існуючої структури процесів із метою суттєвого поліпшення показників (в часі, 

вартості, якості). Проте BPR часто критикують за високу вартість впровадження, 

ризик спротиву змін та недостатнє врахування динаміки даних [2]. 

Аналітичні й статистичні методи часто застосовуються, коли є історичні 

дані про процеси: можна будувати моделі «витрати ↔ обсяги», виявляти вузькі 

місця, прогнозувати зміни навантаження. Проте ці методи обмежені у випадку 

великої кількості змінних, взаємозв’язків та нестабільності середовища. 

Третій підхід – даноцентричний – стає дедалі популярнішим завдяки росту 

обсягів цифрових даних з виробничих систем (логи, сенсори, MES/ERP) і 

розвитку обчислювальних потужностей. У цьому підході алгоритми машинного 

навчання та аналітичні системи «самонавчаються» на основі даних і можуть 

виявляти приховані закономірності, прогнозувати відхилення, адаптувати часові 

процеси. Наприклад, поєднання process mining з алгоритмами ML дозволяє 

автоматично відкривати в процесі структури, аналізувати відхилення від 

«оптимального» шляху та пропонувати корекції [3]. 

Гібридні підходи об’єднують переваги кожного із класів. Наприклад, 

методи process mining можуть слугувати передобробкою: спочатку виявляють 

фактичну модель процесу, потім застосовують ML-алгоритми для 

прогнозування часу виконання або виявлення аномалій, а потім результати 

переводять у BPMN чи іншу модель для управлінських рішень. 

Порівняно з традиційними методами, сучасні підходи, що інтегрують 

алгоритми машинного навчання, дозволяють враховувати нестандартні ситуації, 

працювати з великим обсягом змінних та забезпечувати адаптивне управління. 

Проте їхнє застосування супроводжується викликами: потребою якісних даних, 

складністю інтерпретації моделей, інтеграцією з існуючими ІТ-системами, а 

також питаннями безпеки й конфіденційності даних [4]. 

Важливим напрямом розвитку сучасних підходів є використання 

спеціалізованих інформаційних систем для моделювання, аналізу та моніторингу 

бізнес-процесів. Найбільш поширеним інструментом у цьому контексті є BPM-
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системи (Business Process Management systems), які забезпечують повний цикл 

управління процесами: від їхнього проектування та моделювання до контролю 

виконання й оптимізації [5]. Серед комерційних рішень поширені SAP Signavio, 

IBM Blueworks Live, Oracle BPM Suite; серед відкритих – Camunda, Bonita BPM. 

Окреме місце посідає технологія process mining (процесний інтелект), що 

поєднує аналіз журналів подій інформаційних систем з побудовою моделей 

бізнес-процесів. Вона дозволяє виявляти «вузькі місця», відхилення від 

регламентів і оцінювати реальні маршрути виконання завдань [6]. За даними 

IEEE Task Force on Process Mining, використання цього підходу у виробничих 

компаніях дозволяє скоротити до 20 % часу циклу виконання ключових операцій 

за рахунок усунення неефективних кроків. 

Застосування інтелектуальних алгоритмів у BPM-системах стає все більш 

поширеним. Такі алгоритми виконують автоматичне прогнозування часу 

виконання завдань, пропонують оптимальні маршрути, виявляють аномалії у 

роботі обладнання чи людського персоналу [7]. Особливу увагу приділяють 

інтеграції BPM-рішень із платформами обробки великих даних (Apache Hadoop, 

Spark), що відкриває можливість аналізу потоків даних у режимі реального часу. 

Ще одним перспективним інструментом виступає роботизована 

автоматизація процесів (Robotic Process Automation, RPA). Вона дозволяє 

автоматизувати рутинні операції (збір даних, заповнення форм, створення 

звітів), тим самим вивільняючи ресурси для вирішення більш складних завдань. 

Згідно зі звітом Deloitte, понад 53 % промислових компаній Європи впровадили 

RPA у фінансових та логістичних процесах, що дало змогу знизити витрати на 

10–25 % [8]. 

Загалом поєднання BPM-систем, process mining, RPA та аналітики великих 

даних формує нову парадигму оптимізації бізнес-процесів – інтелектуальне 

управління процесами (Intelligent Business Process Management, iBPM) (табл.1.1, 

рис. 1.1). Це дозволяє не лише описувати та регламентувати процеси, а й 

постійно вдосконалювати їх завдяки аналітиці даних і машинному навчанню. 
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Таблиця 1.1 – Порівняльна характеристика сучасних інструментів 

оптимізації бізнес-процесів 
Інструмент Основні функції Переваги Обмеження Приклади 

застосування 
BPM-
системи 

Моделювання, 
управління, 
контроль процесів 

Повний цикл 
управління 

Висока вартість 
впровадження 

SAP Signavio, 
Camunda 

Process 
mining 

Аналіз журналів 
подій, побудова 
моделей 

Виявлення 
фактичних 
маршрутів, 
“вузьких місць” 

Залежність від 
якості даних 

Celonis, Disco 

RPA Автоматизація 
рутинних завдань 

Скорочення витрат, 
швидкість 

Не вирішує 
стратегічних 
задач 

UiPath, Blue 
Prism 

iBPM Інтеграція BPM + 
ML + Big Data 

Адаптивність, 
прогнозування 

Висока 
складність 
впровадження 

IBM iBPM, 
Oracle iBPM 

 

 

 
Рисунок 1.1 – Схема інтеграції BPM, process mining та машинного навчання 

у бізнес-процесах 

 

Сучасні інструменти оптимізації бізнес-процесів орієнтовані на інтеграцію 

технологій аналізу даних, автоматизації та штучного інтелекту. Це дозволяє 

підприємствам швидко адаптуватися до змін ринку, забезпечувати високу якість 

управлінських рішень і формувати гнучкі виробничі стратегії.  

Використання великих даних (Big Data) та машинного навчання (ML) 

стало одним із ключових напрямів розвитку сучасних підходів до оптимізації 

бізнес-процесів. За оцінками McKinsey, підприємства, які інтегрували аналітику 
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великих даних у виробничі процеси, підвищили ефективність операцій у 

середньому на 15–20 % [9]. 

По-перше, великі дані забезпечують ширший інформаційний контекст для 

прийняття рішень. Традиційні системи управління часто обмежені внутрішніми 

звітами, тоді як Big Data дозволяють інтегрувати дані з різних джерел: 

виробничих сенсорів, ERP-систем, CRM-платформ, зовнішніх ринкових 

показників тощо. Це створює багатовимірну картину бізнес-процесів, яка 

враховує як внутрішні, так і зовнішні фактори. 

По-друге, машинне навчання дозволяє знаходити приховані 

закономірності та формувати прогнози. Класифікаційні та регресійні моделі 

застосовуються для передбачення часу виконання процесів, потреби в ресурсах 

чи ймовірності відхилення від планових показників. Алгоритми кластеризації 

допомагають сегментувати процеси та виявляти «вузькі місця», а методи 

виявлення аномалій сигналізують про можливі збої чи порушення у виробництві 

[10]. 

По-третє, інтеграція Big Data та ML сприяє переходу до предиктивної та 

прескриптивної аналітики. Якщо традиційна аналітика відповідає на питання 

«що сталося?», то машинне навчання дозволяє прогнозувати «що може 

статися?», а прескриптивні моделі формують рекомендації «що потрібно 

зробити?». Це відкриває можливість переходу від реактивного до проактивного 

управління бізнес-процесами [11]. 

На практиці технології Big Data та ML уже успішно використовуються у 

промисловості. Наприклад, компанія Siemens застосовує алгоритми прогнозного 

обслуговування для аналізу даних сенсорів обладнання, що дозволяє зменшити 

кількість аварійних зупинок на 30 % [12]. Інший приклад – General Electric, яка 

інтегрувала машинне навчання у платформу Predix для аналізу великих обсягів 

виробничих даних і підвищення продуктивності турбін [13] (табл. 1.2). 
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Таблиця 1.2 – Приклади застосування Big Data та ML у промислових 

бізнес-процесах 
Галузь Завдання оптимізації Використані методи Результат 

Машинобудування 
(Siemens) 

Прогнозне 
обслуговування 
обладнання 

Алгоритми 
прогнозування на основі 
сенсорних даних 

–30 % аварійних 
зупинок 

Енергетика (GE) Оптимізація роботи 
турбін 

Аналіз часових рядів, 
нейронні мережі 

+20 % 
ефективності 

Логістика (UPS) Оптимізація маршрутів 
доставки 

Алгоритми 
кластеризації та 
оптимізації 

–10 млн літрів 
палива на рік 

Харчова 
промисловість 
(Nestlé) 

Управління ланцюгами 
постачань 

Прогнозування попиту з 
ML-моделями 

+12 % точності 
прогнозу 

 

Роль великих даних та машинного навчання в оптимізації бізнес-процесів 

промислових підприємств полягає у створенні адаптивної, інтелектуальної 

системи управління, здатної не лише аналізувати минулі дані, але й прогнозувати 

майбутні стани системи та рекомендувати оптимальні дії (рис. 1.2).  

 

 
Рисунок 1.2 – Рівні аналітики в управлінні бізнес-процесами 

 

Попри значний потенціал технологій великих даних і машинного навчання 

в оптимізації бізнес-процесів, їхнє впровадження на промислових підприємствах 

супроводжується низкою обмежень і викликів (рис. 1.3). Ці проблеми можна 

умовно поділити на організаційні, технічні та економічні (табл. 1.3). 

Організаційні бар’єри. Одним із головних викликів є брак кваліфікованих 

кадрів. За даними дослідження PwC, понад 60 % підприємств у Центральній та 

Східній Європі визнають дефіцит спеціалістів із аналізу даних та штучного 

інтелекту як головну перешкоду цифровій трансформації [14]. Крім того, 

впровадження Big Data змінює організаційну культуру: необхідно 

перебудовувати процеси управління, підвищувати цифрову компетентність 
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персоналу, налагоджувати комунікацію між ІТ-відділом і виробничими 

підрозділами. 

 
Рисунок 1.3 – Ключові виклики впровадження Big Data та ML на 

підприємствах 

 

Таблиця 1.3 – Основні бар’єри впровадження Big Data та ML у 

промислових підприємствах 
Категорія Приклади проблем Можливі шляхи подолання 

Організаційні Брак фахівців, опір змінам, низька 
цифрова культура 

Навчання персоналу, зміна 
управлінських практик 

Технічні Розрізненість даних, кіберзагрози, 
відсутність інтеграції 

Впровадження єдиних платформ, 
кіберзахист 

Економічні Високі витрати на впровадження Використання хмарних сервісів, 
поетапне впровадження 

Соціально-
правові 

Ризик скорочення робочих місць, 
нестача нормативної бази 

Соціальні програми, розробка 
регуляцій 

 

Технічні обмеження. Технології Big Data потребують якісних і 

структурованих даних. Однак на більшості промислових підприємств 

інформація зберігається у вигляді розрізнених баз, локальних систем чи навіть 

паперових звітів. Це створює проблему інтеграції даних у єдину аналітичну 

платформу. Додатковим викликом є безпека та конфіденційність: промислові 

дані можуть містити комерційні таємниці, тому питання захисту доступу та 

кібербезпеки стають критично важливими [15]. 

Економічні аспекти. Впровадження аналітики великих даних і машинного 

навчання потребує значних інвестицій у програмне забезпечення, серверні 

потужності та хмарні сервіси. За даними Gartner, середня вартість комплексного 

проєкту з Big Data для промислового підприємства середнього масштабу 
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становить від 0,5 до 2 млн доларів США [16]. Для українських підприємств, що 

працюють у складних економічних умовах, це є вагомим бар’єром. 

Соціальні та регуляторні виклики. Застосування штучного інтелекту й 

автоматизації процесів може призвести до скорочення робочих місць, що 

створює соціальну напругу. Також відсутність уніфікованої правової бази щодо 

використання великих даних у промисловості в Україні ускладнює широке 

впровадження цих технологій. 

Таким чином, попри значні переваги, впровадження технологій Big Data та 

машинного навчання у промислових підприємствах вимагає комплексного 

підходу: від інвестицій у технічну інфраструктуру та підготовку кадрів до 

адаптації нормативної бази й управлінських практик. Подолання цих викликів 

створить умови для повноцінного переходу українських підприємств до моделі 

інтелектуального виробництва, що стане основою підвищення їхньої 

конкурентоспроможності. 

 

1.2 Технології Big Data у сфері управління підприємством 

 

В епоху цифрової трансформації підприємства накопичують величезні 

обсяги даних – із сенсорів виробничих ліній, ERP/MES/SCADA-систем, CRM, 

логістичних підсистем, зовнішніх джерел (ринкові дані, дані постачальників). 

Щоб ці дані «не лежали мертвим вантажем», необхідні технології, які 

забезпечують їх збір, обробку, зберігання та аналіз. Саме такі технології в 

сукупності називають технологіями Big Data – сукупність програмних, 

апаратних, архітектурних рішень, що дозволяють працювати з великими, 

різноманітними, швидкоплинними даними та отримувати з них корисні інсайти 

для прийняття управлінських рішень. 

Важливо розрізняти архітектурну структуру Big Data-рішень та їх 

функціональні компоненти. Архітектурно платформи Big Data складаються з 

шарів, які відповідають за прийом (ingestion), зберігання (storage), обробку 

(processing), аналітику (analytics), візуалізацію (visualization) та керування 
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даними (data governance). Кожен із цих шарів має свої вимоги щодо 

продуктивності, масштабованості, надійності та безпеки. Наприклад, для 

обробки потокових даних (streaming) потрібні інші технології, ніж для пакетної 

обробки (batch). За прикладом архітектури на платформі Azure показано, що 

рішення Big Data часто комбінують обробку даних у режимі очікування (batch) і 

обробку в потоці (real-time) через окремі підсистеми, з подальшим поєднанням у 

аналітичному шарі. 

Також важливим елементом є управління метаданими, безпека та політики 

доступу, оскільки сама техніка зберігання й обробки – лише інфраструктура, але 

без чітких правил керування даними (які дані, хто може їх бачити, як змінювати, 

як зберігати історію) система не буде довірена користувачами. Архітектура Big 

Data має бути тісно інтегрована зі стратегічною архітектурою підприємства: 

частина даних залишається у традиційних системах, інша – в Data Lake / Data 

Warehouse / NoSQL. Саме тому «єдиної бази, куди все скопіювати» вже 

недостатньо – сучасна архітектура вимагає інтеграційних шарів (ETL/ELT, шини 

даних, віртуалізація даних) [3]. 

У межах управління підприємством технології Big Data можна 

класифікувати за призначенням: 

Операційна аналітика – підтримка поточних бізнес-процесів у реальному 

часі (моніторинг, алерти, керування). 

Тактична аналітика – аналіз історичних даних, виявлення трендів, 

звітність. 

Стратегічна аналітика – побудова прогнозів, моделювання сценаріїв 

розвитку. 

Концепція Big Data у підприємницькому управлінні має на меті з’єднати 

технічні й організаційні аспекти – створити інфраструктуру, яка забезпечує 

гнучке, адаптивне прийняття рішень на основі даних. 

Однією з найважливіших складових архітектури Big Data є шар ingestion – 

тобто механізми, які забирають дані з джерел (систем, сенсорів, логів тощо) і 

подають їх до сховищ чи аналітичної частини. Надійний шар ingestion має 
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забезпечувати масштабованість, низьку затримку, стійкість до збоїв і 

узгодженість даних. У наукових оглядах наголошується, що архітектурні 

підходи до ingestion – ключовий елемент, який часто визначає успіх або провал 

Big Data проєкту, оскільки навіть найкращі алгоритми аналітики без якісно 

зібраних даних не дадуть коректних результатів [17]. 

Серед поширених патернів ingestion виокремлюють кілька моделей 

(табл.1.4): 

Batch ingestion – збір і завантаження даних пакетами у визначені інтервали 

(наприклад, раз на годину, добу). 

Real-time / streaming ingestion – безперервне підхоплення подій або змін, 

коли дані обробляються або передаються практично миттєво. 

Change Data Capture (CDC) – механізм виявлення змін у джерельних 

системах (наприклад, базах даних), що дозволяє передавати лише delta (зміни), а 

не всю таблицю. 

Гібридні патерни (наприклад, Lambda, Kappa) – комбінація batch + потоку, 

коли частина даних обробляється пакетно, а інша – в реальному часі. 

 

Таблиця 1.4 – Порівняння моделей ingestion 
Модель 
ingestion 

Переваги Недоліки Типові використання 

Batch простота, менші 
вимоги до ресурсів 

затримка, не підходить 
для швидких рішень 

аналіз щоденних 
звітів 

Streaming / 
real-time 

мінімальна затримка, 
оперативність 

складність, 
навантаження на 
систему 

моніторинг, реактивні 
рішення 

CDC передача лише змін, 
менше навантаження 

складність 
налаштування 

синхронізація баз 
даних 

Гібридні 
(Lambda / 
Kappa) 

баланс між точністю і 
швидкістю 

складність реалізації системи з різними 
часовими вимогами 

 

Приклад: у роботі Efficient Data Ingestion in Cloud-based architecture 

пропонують дизайн, який комбінує інкрементальне завантаження (incremental) із 

повним оновленням (full refresh) і керується метаданими, що полегшує 

додавання нових джерел чи зміну схем без значних зусиль [18]. 
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Наступним компонентом є шар storage – сховища для сирих даних (raw), 

проміжних (intermediate) та агрегованих (processed) [19]. Тут часто 

використовують Data Lake як багатоформатне сховище, здатне зберігати 

структуровані, напівструктуровані й неструктуровані дані у їх первинному 

форматі. У дослідженні «Data Ingestion Patterns» наголошується, що ingestion не 

полягає просто в копіюванні даних – потрібно забезпечити пошукованість, 

доступність, інтероперабельність (Findability, Accessibility, Interoperability, 

Reusability) впродовж усього життєвого циклу даних [20]. 

У свою чергу, обробка (processing) – це шар, де дані трансформуються, 

очищуються, агрегуються, аналізуються та готуються до моделей чи звітів. 

Залежно від підходу, обробка може бути пакетною (batch processing) або в 

реальному часі (stream processing). У багатьох архітектурах, наприклад у Lambda, 

визначено окремий шар batch для історичних обчислень та шар швидкого 

обчислення для нових даних, з подальшим поєднанням результатів у шар 

відповіді. 

Отже, архітектура Big Data реально складається не з одного блоку, а з 

комплексу компонентів ingestion, storage та processing, які мають взаємодіяти 

гнучко та адаптивно.  

У сучасних архітектурах Big Data ingestion та обробка реалізуються за 

допомогою спеціалізованих фреймворків і платформ, що забезпечують 

масштабованість та гнучкість. Вибір конкретного інструменту залежить від 

природи даних, вимог до швидкості, а також інтеграції з іншими системами 

управління підприємством. 

Apache Kafka є одним із найпоширеніших рішень для потокового збору та 

доставки даних (рис. 1.4). Kafka забезпечує високу пропускну здатність, низьку 

затримку та стійкість до збоїв. Дослідження M. Kreps та співавт. показало, що 

використання Kafka як «центральної шини даних» дозволяє об’єднувати 

різнорідні джерела даних і підтримувати як аналітичні, так і транзакційні 

навантаження [22]. На практиці Kafka застосовується для моніторингу 
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виробничого обладнання, збору логів із датчиків та ERP-систем, а також у 

системах предиктивної аналітики. 

 

 
Рисунок 1.4 – Архітектура обробки даних у Big Data з використанням 

Kafka, Spark і Flink 

 

Для побудови ETL/ELT-процесів ingestion широко застосовується Apache 

NiFi, що надає інструменти для інтеграції різних джерел та трансформації даних 

у реальному часі. NiFi має зручний графічний інтерфейс для побудови конвеєрів 

даних та підтримує понад 180 готових конекторів. У роботі O. Oussous та ін. 

підкреслено, що NiFi є ефективним рішенням для підприємств, де важливо 

швидко підключати нові джерела даних і забезпечувати контроль потоків 

інформації [23]. 

Щодо обробки даних, то провідними технологіями є Apache Hadoop та 

Apache Spark. Hadoop виступає класичним фреймворком для пакетної обробки 

великих масивів даних на кластері серверів. Spark, у свою чергу, є сучаснішою 

платформою, яка підтримує як batch-, так і stream-обробку. Дослідження Zaharia 

et al. показало, що Spark у середньому у 10–100 разів швидший за Hadoop 

MapReduce завдяки обчисленням у пам’яті (in-memory computing) [24]. 
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Окремо слід відзначити Apache Flink як платформу для обробки потокових 

даних у реальному часі. Flink підтримує складні подієві обчислення (Complex 

Event Processing, CEP), що дозволяє виявляти закономірності у потоках подій і 

реагувати на них майже миттєво. Наприклад, у промисловості Flink 

використовується для моніторингу сенсорних даних із цехів у реальному часі з 

можливістю оперативного виявлення відхилень від технологічних норм [25]. 

Порівняння інструментів обробки та збору даних у Big Data-архітектурі 

представлено в табл. 1.5. 

 

Таблиця 1.5 – Порівняння інструментів обробки та збору даних у Big Data-

архітектурі 
Технологія Основне 

призначення 
Переваги Недоліки 

Apache 
Kafka 

Потокове збирання 
та доставка даних 

Низька затримка, 
масштабованість 

Складність 
адміністрування 

Apache NiFi Інтеграція та 
ETL/ELT 

Візуальне моделювання 
потоків, гнучкість 

Обмежена продуктивність 
на дуже великих потоках 

Apache 
Hadoop 

Пакетна обробка 
великих даних 

Стабільність, 
розподілене зберігання 
(HDFS) 

Висока затримка, складне 
налаштування 

Apache 
Spark 

Batch + streaming 
аналітика 

In-memory обчислення, 
висока швидкість 

Великі вимоги до ресурсів 

Apache 
Flink 

Обробка потоків у 
реальному часі 

Підтримка CEP, 
мінімальна затримка 

Складність реалізації 
сценаріїв 

 
 

Сучасні технології Big Data дозволяють підприємствам інтегрувати різні 

типи даних і забезпечувати як пакетну, так і потокову обробку. Використання 

Kafka, NiFi, Hadoop, Spark і Flink створює основу для побудови комплексних 

систем управління, що можуть одночасно працювати з історичними даними й 

оперативними потоками. Це дає можливість реалізувати адаптивні системи 

управління бізнес-процесами промислових підприємств. 

Окрім традиційних інструментів збору та обробки даних, у сучасних 

підприємствах ключову роль відіграють аналітичні сервіси та хмарні платформи, 

які дають змогу швидко масштабувати обчислювальні ресурси, інтегрувати різні 

джерела даних та забезпечувати візуалізацію результатів для управлінців. 
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Хмарні рішення. Найпоширенішими є платформи Amazon Web Services 

(AWS Big Data Services), Microsoft Azure HDInsight, Google BigQuery та IBM 

Cloud Pak for Data (табл. 1.6). Вони пропонують готові сервіси для зберігання 

(Data Lake, Data Warehouse), обробки (Spark, Hadoop, Flink-as-a-Service), 

машинного навчання (MLaaS) і візуалізації. Наприклад, Google BigQuery 

підтримує аналіз петабайтних обсягів даних у режимі SQL-запитів із 

мінімальною затримкою, що дає змогу застосовувати його для аналізу транзакцій 

у реальному часі [26]. 

 

Таблиця 1.6 – Порівняння хмарних платформ для Big Data 
Платформа Основні можливості Переваги Обмеження 

AWS Big 
Data 

Data Lake, EMR 
(Spark/Hadoop), 
SageMaker 

Найширший спектр 
сервісів, 
масштабованість 

Висока вартість для 
довготривалих 
проєктів 

Google 
BigQuery 

SQL-аналітика, 
інтеграція з AI 

Висока швидкість 
запитів, простота 
інтеграції 

Обмежена 
кастомізація 

Microsoft 
Azure 

HDInsight, Synapse, ML 
Studio 

Інтеграція з 
корпоративними 
системами 

Високі вимоги до 
налаштувань 

IBM Cloud 
Pak 

DataOps, AI-інтеграція Орієнтація на 
корпоративний сегмент 

Висока вартість 
ліцензій 

 

Аналітичні сервіси. Серед найбільш поширених – Tableau, Power BI, Qlik 

Sense, Looker, які дають змогу створювати інтерактивні панелі управління 

(dashboards), візуалізувати великі набори даних і робити їх зрозумілими для 

менеджерів без спеціальних технічних знань. У дослідженні A. Salloum та ін. 

наголошується, що інтеграція таких сервісів із Big Data-сховищами дає змогу 

скоротити час прийняття управлінських рішень на 30–40 % [27]. 

Платформи для машинного навчання. AWS SageMaker, Azure Machine 

Learning та Google Vertex AI дозволяють будувати та навчати моделі без 

необхідності налаштовувати інфраструктуру. Це особливо важливо для 

промислових підприємств, які хочуть швидко впроваджувати аналітику без 

великих витрат на внутрішні дата-центри. 
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Інтеграція та візуалізація. Інструменти візуалізації дають змогу 

перетворювати складні масиви даних на графіки, діаграми й інтерактивні 

дашборди. Наприклад, Power BI підтримує підключення до потоків Kafka та 

оброблених даних Spark, що дозволяє створювати динамічні панелі з 

відображенням у реальному часі. Tableau та Qlik Sense, у свою чергу, орієнтовані 

на візуальне моделювання залежностей між даними [28]. 

Використання хмарних сервісів і аналітичних платформ забезпечує 

підприємствам можливість швидко масштабуватися, інтегрувати різнорідні дані 

та представляти результати у зручній формі для менеджменту. Це дає змогу 

зменшити витрати на інфраструктуру, підвищити швидкість прийняття рішень 

та зробити управління бізнес-процесами більш гнучким і прозорим. 

 

1.3. Методи машинного навчання для аналізу та прогнозування у 

виробничих системах 

 

У виробничих системах машинне навчання (ML) стає важливим 

інструментом для побудови систем аналізу, контролю та прогнозування. Йдеться 

про те, що виробничі лінії, обладнання та бізнес-процеси генерують великі 

потоки даних – часові ряди, події, сигнали сенсорів, журнали, дані якості 

продукції, попит та інші. Завдання ML – побудувати моделі, які на основі цих 

даних навчаються розпізнавати закономірності, прогнозувати майбутній 

розвиток процесів або виявляти аномалії [29]. 

У наукових дослідженнях показано, що сучасні підходи із застосуванням 

машинного навчання суттєво перевершують традиційні статистичні й експертні 

моделі при прогнозах у виробничих системах, особливо в умовах нелінійних 

залежностей, шуму, зміни умов. Наприклад, дослідження, присвячені 

прогнозуванню в «smart manufacturing», зазначають, що ML-моделі здатні 

враховувати складні взаємозв’язки між множиною показників (наприклад, 

температурою, вібрацією, обсягами, швидкістю) та прогнозувати час відмови чи 

продуктивність [30]. 
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Методи ML в виробничих системах поділяють на декілька класів залежно 

від характеру задачі: 

Контроль (класифікація) – наприклад, чи стан виробничої лінії нормальний 

чи має дефект. 

Регресія / прогнозування числових показників – наприклад, прогноз 

кількості продукції, часу циклу, залишкової корисності обладнання. 

Кластеризація / сегментація – групування схожих операцій або деталей за 

характеристиками, виявлення закономірних груп. 

Виявлення аномалій (anomaly detection) – знайдення нетипових поведінок, 

збоїв, відхилень від нормального режиму. 

У межах цієї роботи нас особливо цікавлять регресійно-прогнозні та 

аномалійні методи, оскільки основна задача – прогнозування та оптимізація 

бізнес-процесів підприємства за допомогою моделей ML (рис. 1.5). 

 

 
Рисунок 1.5 – Класи базових методів ML для виробничих прогнозів 

 

У практиці виробничих систем першочергово застосовуються класичні 

алгоритми машинного навчання, які довели свою ефективність і мають зрозумілу 

інтерпретацію для інженерів і управлінців. 
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Лінійна та багатофакторна регресія. Регресійні методи застосовуються для 

прогнозування числових показників – обсягів випуску продукції, витрат енергії, 

часу виробничого циклу. Наприклад, у дослідженні [31] лінійна регресія 

використовувалась для прогнозування споживання електроенергії на 

виробництві, що дозволило знизити похибку планування на 15 %. Попри 

простоту, регресійні моделі є базовою точкою входу у сферу аналітики 

виробничих даних, проте їхній недолік полягає у низькій здатності враховувати 

нелінійні зв’язки. 

Метод опорних векторів (SVM). SVM показав високу точність у задачах 

класифікації стану обладнання та прогнозуванні технічних відмов. У роботі Chen 

et al. доведено, що SVM здатен виявляти ранні ознаки дефектів підшипників за 

даними вібраційного моніторингу з точністю понад 92 % [32]. Перевагою методу 

є можливість працювати з малими вибірками, однак складність налаштування 

ядерних функцій може обмежувати його застосування. 

Дерева рішень і ансамблеві методи (Random Forest, Gradient Boosting). 

Дерева рішень є простими у візуалізації та дозволяють швидко оцінювати 

залежності між змінними. Проте їхня стійкість до переобучення зростає при 

використанні ансамблевих моделей. Наприклад, метод Random Forest у 

поєднанні з часовими рядами виробничих даних застосовувався для 

прогнозування якості продукції на сталеливарних заводах і показав поліпшення 

точності на 18 % порівняно з класичними регресійними моделями [33]. 

Ансамблеві моделі градієнтного підсилення (XGBoost, LightGBM). Вони 

дедалі активніше використовуються у виробничій аналітиці завдяки високій 

швидкості навчання та здатності враховувати складні багатовимірні залежності. 

У статті на платформі IEEE зазначено, що XGBoost дозволив підвищити точність 

прогнозу залишкового ресурсу деталей двигуна на 12 % порівняно з 

традиційними методами [34]. 

Приклади використання базових методів ML у виробничих системах 

представлено в таблиці 1.7. 
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Таблиця 1.7 – Приклади використання базових методів ML у виробничих 

системах 
Метод Завдання у виробництві Приклад результату 

Лінійна регресія Прогноз споживання електроенергії –15 % похибка планування  
SVM Виявлення дефектів підшипників 92 % точності  
Random Forest Прогноз якості сталі +18 % точності  
XGBoost Прогноз залишкового ресурсу деталей +12 % точності  

 

Таким чином, базові методи машинного навчання відіграють ключову роль 

у створенні систем прогнозування у виробництві, оскільки поєднують відносну 

простоту реалізації з достатньо високою точністю. 

Застосування нейронних мереж (NN) та глибинного навчання (DL) у 

виробничих системах набуває все більшої популярності завдяки їхній здатності 

моделювати складні нелінійні залежності, працювати з великими даними та 

забезпечувати високу точність прогнозів. На відміну від класичних методів, 

глибокі нейронні мережі здатні автоматично витягувати приховані ознаки з 

даних, що робить їх незамінними для складних виробничих завдань. 

Багатошарові перцептрони (MLP). MLP застосовуються для прогнозування 

ключових показників, таких як продуктивність лінії чи споживання енергії. 

Наприклад, у роботі Khan et al. багатошаровий перцептрон використано для 

передбачення виходу продукції на хімічному виробництві, що дозволило 

знизити похибку прогнозу на 17 % у порівнянні з регресійними моделями [35]. 

Рекурентні нейронні мережі (RNN) та LSTM. Для роботи з часовими рядами 

у виробництві, наприклад, прогнозу відмов обладнання або динаміки 

температури в печах, широко використовуються LSTM (Long Short-Term 

Memory). У дослідженні Malhi та Gao LSTM-модель досягла точності 95 % у 

прогнозуванні відмов підшипників на основі сенсорних даних [36]. 

Згорткові нейронні мережі (CNN). Хоча CNN традиційно застосовуються 

в комп’ютерному баченні, у виробництві вони активно використовуються для 

виявлення дефектів на зображеннях продукції (наприклад, у машинобудуванні 

чи електроніці). Стаття Xu et al. демонструє, що використання CNN для 
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автоматичного контролю якості знизило кількість пропущених дефектів на 28 % 

порівняно з класичними методами візуального інспектування [37]. 

Гібридні DL-моделі. У складних виробничих сценаріях ефективними є 

гібридні моделі, що поєднують CNN для виділення ознак із сенсорних сигналів 

та LSTM для аналізу часових залежностей. Такі архітектури застосовуються для 

прогнозування залишкового ресурсу обладнання (Remaining Useful Life, RUL). У 

роботі Li et al. гібридна CNN-LSTM модель зменшила похибку прогнозу RUL на 

12 % порівняно з окремими моделями [38]. 

В таблиці 1.8 представлено Використання методів глибинного навчання у 

виробничих системах 

 

Таблиця 1.8 – Використання методів глибинного навчання у виробничих 

системах 
Метод Завдання Результат 

MLP Прогноз обсягу виробництва –17 % похибки [1] 
LSTM Прогноз відмов підшипників 95 % точності [2] 
CNN Виявлення дефектів на зображеннях –28 % пропущених дефектів [3] 
CNN-LSTM Прогноз залишкового ресурсу обладнання –12 % похибки [4] 

 

Таким чином, глибинні нейронні мережі довели свою ефективність у 

виробничій аналітиці завдяки здатності працювати з великими обсягами 

різнорідних даних (часові ряди, зображення, сенсорні дані). Їх використання 

дозволяє досягати високої точності прогнозів і знижувати витрати, пов’язані з 

відмовами та дефектами продукції.  

Виробничі системи характеризуються високою складністю та 

безперервною генерацією даних із сенсорів, контролерів та SCADA/ERP-систем. 

У такому середовищі особливу важливість мають методи виявлення аномалій і 

прогнозування відмов обладнання, оскільки саме вони дозволяють запобігти 

аварійним зупинкам і значним фінансовим втратам (табл. 1.9). 
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Таблиця 1.9 – Методи ML для виявлення аномалій та прогнозування відмов 

у виробництві 
Метод Завдання Результат 

Isolation Forest Виявлення аномалій у сенсорах 96 % точності  
One-Class SVM Виявлення відхилень від «норми» >90 % точності  
Gradient Boosting Прогноз відмов насосів –20 % незапланованих простоїв 
Autoencoder Виявлення аномалій у роботах 94 % точності  
CNN-LSTM Прогноз RUL турбін –15 % похибки  

 

Методи виявлення аномалій. Класичним підходом є використання 

статистичних методів, які порівнюють поточні параметри з контрольними 

межами. Проте сучасні дослідження показують, що алгоритми машинного 

навчання значно перевершують статистичні підходи. Наприклад, метод Isolation 

Forest виявив 96 % аномальних подій у даних сенсорів верстатів із ЧПК [39]. 

Також ефективними є методи One-Class SVM, які будують кордон для 

«нормальних» даних і визначають будь-яке відхилення як потенційну аномалію. 

Прогнозування відмов обладнання. Застосування ML у прогнозному 

технічному обслуговуванні (predictive maintenance) дозволяє визначати 

ймовірність відмови обладнання ще до її настання. У роботі Zhang et al. було 

показано, що використання ансамблевої моделі Gradient Boosting для 

прогнозування відмов насосів дозволило скоротити незаплановані простої на 20 

% [40]. 

Глибокі моделі для аномалій та відмов. Глибокі автоенкодери 

(autoencoders) застосовуються для виявлення прихованих відхилень у 

багатовимірних даних. Наприклад, у роботі Lee et al. використання автоенкодера 

для моніторингу промислових роботів дозволило виявляти аномальні режими 

роботи з точністю понад 94 % [3]. А комбінація CNN-LSTM дозволила створити 

систему прогнозування залишкового ресурсу (RUL) турбін, яка показала 

зменшення похибки на 15 % у порівнянні з традиційними ML-методами [41]. 

Таким чином, методи виявлення аномалій та прогнозування відмов 

обладнання є одним із найважливіших напрямів застосування ML у виробничих 

системах. Вони дозволяють зменшити незаплановані простої, підвищити 
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надійність та ефективність роботи підприємства, забезпечуючи основу для 

переходу до моделі predictive maintenance. Це значно знижує витрати на ремонт 

і збільшує продуктивність виробничих потужностей. 

 

1.4. Висновки до розділу 1 

 

У першому розділі було розглянуто сучасні наукові підходи та технології, 

які формують теоретичну основу оптимізації бізнес-процесів промислових 

підприємств на базі великих даних та методів машинного навчання. 

По-перше, проведений аналіз показав, що традиційні методи оптимізації 

бізнес-процесів (реінжиніринг, процесний підхід, аналітичні моделі) поступово 

доповнюються й витісняються новими інтелектуальними підходами, що 

базуються на використанні технологій Big Data та алгоритмів ML. Їх перевагою 

є здатність працювати з багатовимірними, динамічними й неструктурованими 

даними, виявляти приховані закономірності та формувати прогнози в режимі 

реального часу. 

По-друге, розкрито архітектуру технологій Big Data у сфері управління 

підприємством. Показано, що інфраструктура Big Data включає кілька 

взаємопов’язаних шарів: ingestion (збір даних), storage (зберігання), processing 

(обробка), а також аналітику й візуалізацію. Ключову роль у цьому відіграють 

інструменти Apache Kafka, NiFi, Hadoop, Spark, Flink, а також хмарні сервіси 

AWS, Google BigQuery, Microsoft Azure. Вони забезпечують як пакетну, так і 

потокову обробку, а також масштабовану інтеграцію різнорідних джерел даних. 

По-третє, систематизовано методи машинного навчання, що 

використовуються у виробничих системах. Базові алгоритми (регресія, дерева 

рішень, SVM, ансамблеві моделі) залишаються фундаментом для побудови 

прогнозів. Разом із тим, застосування глибинних нейронних мереж (MLP, CNN, 

LSTM, CNN-LSTM) значно підвищує точність прогнозів у задачах контролю 

якості, прогнозування відмов та оцінки залишкового ресурсу обладнання. 

Особливе місце займають методи виявлення аномалій (Isolation Forest, 
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Autoencoder, One-Class SVM), які забезпечують перехід від реактивного до 

проактивного управління виробництвом. 

По-четверте, показано, що інтеграція Big Data та ML у виробничі бізнес-

процеси дозволяє підприємствам переходити до концепції інтелектуального 

виробництва (smart manufacturing) та predictive maintenance. Це забезпечує 

скорочення витрат, підвищення продуктивності, зменшення кількості аварійних 

зупинок та більш гнучке стратегічне планування. 

Таким чином, у теоретичному розділі закладено основу для подальшого 

дослідження моделей оптимізації бізнес-процесів промислових підприємств. 

Виявлені підходи та технології будуть використані у другому розділі для 

формалізації математичних моделей, а також у третьому – для їх практичної 

реалізації на прикладі ПрАТ «ТехноМашПром». 
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РОЗДІЛ 2  

МОДЕЛІ ТА МЕТОДИ АНАЛІЗУ БІЗНЕС-ПРОЦЕСІВ ПРОМИСЛОВИХ 

ПІДПРИЄМСТВ 

 

 

2.1. Формалізація завдання оптимізації бізнес-процесів 

 

Для формалізації задачі оптимізації бізнес-процесів спочатку потрібно 

чітко визначити множину змінних, параметрів та індексів, які відображатимуть 

елементи процесу, ресурси, часові аспекти та обмеження підприємства. 

Позначимо сукупність бізнес-процесів підприємства як 𝑃 = 1,2, … , 𝑝. 

Кожен процес 𝑖 ∈ 𝑃 складається з послідовності операцій або кроків, які можуть 

бути індексовані множиною кроків 𝐾! = 1,2, … , 𝑘!. Кожен крок має 

характеристики: тривалість, ресурси, продуктивність тощо. 

Нехай 𝑡!,# – змінна, що відображає час виконання кроку k у процесі i. Ця 

змінна може бути або фактичною (в реалізації), або змінною у моделі (коли ми 

шукаємо оптимальні значення). Далі введемо змінні ресурсного використання: 

𝑟!,#,$ – кількість ресурсу j (наприклад, обладнання, людина, матеріал) задіяна на 

виконання кроку k процесу i. Нехай ресурсів нумерується множиною 

{1,2, … , 𝑗%&'}. 

Крім цього, до моделі вводять параметри – сталi величини, що 

характеризують систему: 

𝑐!,#,$ – одинична вартість використання ресурсу j у кроці k процесу i. 

𝑇!%&' – граничний допустимий час завершення процесу i. 

𝑅$&(&!) – максимальна доступна кількість ресурсу j. 

𝑑! – вимога, що процес iii має бути завершений до певного дедлайну або 

має певну мінімальну продуктивність. 

𝑤! – ваговий коефіцієнт пріоритету процесу i (для випадків, якщо 

підприємство має різні задачі з різною важливістю). 
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У подальшому модель може додатково містити індекси для часу – якщо 

розглядати часові горизонти τ=1,2,…,T. Наприклад, 𝑡!,#,* – тривалість або 

початок кроку k у періоді τ. 

Після визначення цих змінних та параметрів можна перейти до побудови 

цільової функції, яка формалізує головну мету підприємства (наприклад, 

мінімізація сумарного часу процесів, мінімізація витрат ресурсів тощо), та 

системи обмежень, яка враховує ресурсні ліміти, часові ліміти, взаємозв’язки 

між кроками, послідовність процесів та інші нюанси. 

Мета оптимізації бізнес-процесів полягає у досягненні збалансованого 

використання ресурсів, часу та витрат при збереженні необхідної якості й 

продуктивності. Формально це відображається через цільову функцію, яка може 

набувати різних форм залежно від пріоритетів підприємства. 

1. Мінімізація витрат. Найбільш поширеним підходом є мінімізація 

загальних витрат на виконання бізнес-процесів. Якщо враховувати витрати на 

ресурси, то цільова функція може бути представлена як: 

 

min𝑍 =: : :𝑐!,#,$
$∈,#∈-!!∈.

⋅ 𝑟!,#,$ , 
(2.1) 

 

де 𝑐!,#,$ – одинична вартість ресурсу j; 

 𝑟!,#,$ – кількість використаного ресурсу у кроці k процесу i. 

2. Мінімізація часу виконання. Альтернативною метою може бути 

скорочення тривалості бізнес-процесів, що особливо важливо для виробничих 

систем, орієнтованих на Just-in-Time. У такому разі цільову функцію можна 

подати як: 

 

min𝑇 = max
!∈.

>: 𝑡!,#
#∈-!

?, 
(2.2) 
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де мінімізується максимальний час завершення серед усіх процесів. 

3. Багатокритеріальна оптимізація. У реальних підприємствах часто 

виникає необхідність одночасно мінімізувати витрати і час. У такому випадку 

формують комбіновану цільову функцію: 

 

min𝐹 = α ⋅ 𝑍 + β ⋅ 𝑇, (2.3) 

 

де 𝛼,	𝛽 – вагові коефіцієнти, що відображають пріоритети між вартістю і 

часом. 

4. Критерії ефективності. У сучасних дослідженнях поряд із класичними 

витратами й часом враховують також критерії енергоефективності та стійкості 

процесів. Наприклад, показники викидів CO₂ чи споживання електроенергії 

можуть включатися у модель як окрема мета оптимізації [1]. 

Приклади цільових функцій оптимізації бізнес-процесів представлено в 

таблиці 2.1. 
 

Таблиця 2.1 – Приклади цільових функцій оптимізації бізнес-процесів 

Тип цільової функції Формула Переваги Недоліки 
Мінімізація витрат min𝑍 =&𝑐 ⋅ 𝑟 Орієнтація на 

економію 
Не враховує час 

Мінімізація часу min𝑇 = max&𝑡 Швидкість 
виконання 

Не враховує витрати 

Багатокритеріальна 
оптимізація min𝐹 = α𝑍 + β𝑇 Гнучкий підхід, 

баланс цілей 
Потребує визначення 
вагових коефіцієнтів 

Орієнтація на стійкість min𝐸 =&𝑒! 
Врахування 
енергії, екології 

Складність збору 
даних 

 

Таким чином, формування цільової функції – це ключовий етап постановки 

задачі оптимізації бізнес-процесів. Вона задає орієнтир для пошуку 

оптимального рішення, визначаючи баланс між витратами, часом, якістю та 

іншими параметрами. 

Будь-яка задача оптимізації бізнес-процесів повинна враховувати 

обмеження, які відображають реальні умови функціонування підприємства. 
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Формально вони задаються як система рівнянь і нерівностей, що звужують 

простір допустимих рішень. 

1. Ресурсні обмеження. Кожен процес споживає певну кількість ресурсів 

(матеріалів, обладнання, людських ресурсів). Обмеження можна записати так: 

 

: : 𝑟!,#,$
#∈-!!∈.

≤ 𝑅$avail, 	 ∀𝑗 ∈ 𝐽 (2.4) 

 

де 𝑟!,#,$ – кількість ресурсу j використаного в процесі i; 

𝑅$avail – доступна кількість цього ресурсу.  

 

Це гарантує, що підприємство не витратить більше ресурсів, ніж є у 

наявності. 

2. Часові обмеження. Бізнес-процеси мають дедлайни або часові вікна. 

Якщо 𝑇!max – граничний час завершення процесу i, то: 

 

: 𝑡!,#
#∈-!

≤ 𝑇!max, 	 ∀𝑖 ∈ 𝑃. (2.5) 

 

Це означає, що тривалість виконання процесу не може перевищувати 

встановлений ліміт. 

3. Технологічна послідовність. Операції всередині процесу мають бути 

виконані у певному порядку. Якщо крок k має бути завершений до початку кроку 

k+1, то: 

 

𝑡!,#end ≤ 𝑡!,#89start , 	 ∀𝑖 ∈ 𝑃, ∀𝑘 ∈ 𝐾! . (2.6) 

 

Узгодженість у часі гарантує правильність виконання бізнес-логіки 

процесу. 
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4. Обмеження на якість і продуктивність. Часто процеси мають мінімальні 

вимоги до продуктивності чи якості. Це можна описати умовами типу: 

 

𝑞! ≥ 𝑞!min, 	 ∀𝑖 ∈ 𝑃, (2.7) 

 

де 𝑞! – показник якості чи продуктивності процесу i. 

5. Балансові співвідношення. Для багатьох виробничих процесів 

характерні потоки матеріалів або енергії. В такому разі необхідно враховувати 

баланс входу та виходу: 

 

:𝑖𝑛!,$
$∈,

=:𝑜𝑢𝑡!,$
$∈,

, 	 ∀𝑖 ∈ 𝑃, (2.8) 

 

що забезпечує збереження маси чи енергії. 

Типові обмеження у моделях оптимізації бізнес-процесів представлено в 

таблиці 2.2. 

 

Таблиця 2.2 – Типові обмеження у моделях оптимізації бізнес-процесів 

Тип обмеження Формула Приклад у виробництві 

Ресурсні &𝑟!,#,$ ≤ 𝑅$avail 
Доступність верстатів, сировини 

Часові &𝑡!,# ≤ 𝑇!max 
Виконання замовлення до дедлайну 

Технологічної 
послідовності 

𝑡!,#end ≤ 𝑡!,#./start  Операції обробки деталей 

Якісні 𝑞! ≥ 𝑞!min Мінімальний рівень точності 

Балансові &𝑖𝑛 =&𝑜𝑢𝑡 Збереження матеріалів 

 
Система обмежень у задачі оптимізації бізнес-процесів відображає реальні 

виробничі умови і дозволяє побудувати адекватну модель. Вона гарантує 

досяжність рішень та робить модель більш придатною для практичного 

використання на промисловому підприємстві. 
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На основі визначених змінних, цільових функцій та системи обмежень 

можна подати загальну формалізацію задачі оптимізації бізнес-процесів 

промислового підприємства (таблиця 2.3). 

 

Таблиця 2.3 – Загальна постановка задачі оптимізації бізнес-процесів 
Елемент моделі Формалізація 

Змінні 𝑡!,# , 𝑟!,#,$ , 𝑞! 
Цільова функція Мінімізація витрат і часу (з вагами α,β) 
Обмеження Ресурсні, часові, технологічні, якісні, балансові 
Тип задачі Багатокритеріальна оптимізація 
Методи розв’язання ЛП, MILP, евристики, ML-моделі 

 

Математична модель: 
 

 

(2.9) 

 

за умови обмежень: 2.4-2.8. 

Багатокритеріальна інтерпретація. Задачу також можна розглядати у 

вигляді багатокритеріальної оптимізації: 
 

 

(2.10) 

 

з подальшим використанням методів згортки критеріїв (лінійна 

комбінація, метод Парето, вагові коефіцієнти). У виробничій практиці 

найчастіше застосовують метод вагових коефіцієнтів, оскільки він дозволяє 

врахувати пріоритети керівництва підприємства [42]. 

Особливості застосування у виробничих системах: 
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– модель може бути інтегрована з фактичними даними ERP та MES-

систем, що дозволяє автоматизувати планування виробництва; 

– використання потокових даних (streaming data) робить можливим 

адаптивне оновлення оптимального плану в режимі реального часу. 

– для великих промислових підприємств доцільним є застосування 

гібридних методів розв’язання: лінійного програмування для детермінованих 

задач і алгоритмів машинного навчання для прогнозних компонент (наприклад, 

прогноз попиту чи ймовірності відмови обладнання) [43]. 

Узагальнена схема математичної моделі оптимізації представлена на 

рисунку 2.1. 

 

 
Рисунок 2.1 – Узагальнена схема математичної моделі оптимізації бізнес-

процесів  

 

Загальна постановка задачі оптимізації бізнес-процесів дозволяє 

інтегрувати економічні, часові, технологічні та якісні аспекти у єдину модель. Це 

створює основу для подальшого використання економіко-математичних методів 
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та алгоритмів машинного навчання, які будуть розглянуті в наступних 

підпунктах другого розділу. 

 

2.2 Побудова економіко-математичних моделей з використанням великих 

даних 

 

В умовах, коли підприємства генерують великі обсяги даних із виробничих 

систем, сенсорів, ERP/MES-систем, логістики та клієнтської взаємодії, класична 

економіко-математична модель вже недостатня для точного опису динамічних 

та багатовимірних закономірностей. Тому з’являється потреба інтегрувати 

підходи великих даних у традиційні моделі – тобто будувати гібридні економіко-

математичні моделі, які поєднують аналітичні структури з даними в реальному 

часі. 

Такі моделі зазвичай мають такі властивості: 

Адаптивність – модель має оновлюватись із надходженням нових даних, 

коригувати параметри відповідно до змін у системі. 

Багатовимірність – враховуються численні змінні (температура, 

навантаження, витрати, попит, ресурси) одночасно. 

Інтеграція прогнозних компонент – частина моделі генерується з 

використанням алгоритмів машинного навчання чи статистичного 

прогнозування, які живляться великими даними. 

Узгодженість з теоретичною структурою – модель повинна мати 

економічний зміст: витрати, переваги, обмеження підприємства. 

У літературі поміж підходів виділяють два основні шляхи: 

1. Параметричні моделі з оцінкою параметрів із великих даних. Наприклад, 

класична лінійна або нелінійна модель, але коефіцієнти оцінюються за 

допомогою історичних даних великого обсягу (регресія з регуляризацією, 

регресія на основі ML-алгоритмів). 

2. Моделі «чорної скриньки», побудовані на даних, із подальшою 

інтерпретацією. Тобто спочатку навчається складна модель (наприклад, 
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нейронна мережа чи градієнтний бустинг), а потім з її виходів або внутрішніх 

показників виводять економічні пояснення чи використовують як прогностичні 

функції у загальній моделі. 

У контексті оптимізації бізнес-процесів, така модель має містити: 

Економічну частину – витрати, дохід, ефекти від покращення бізнес-

процесу, 

Дані з процесів – час виконання кроків, обсяги, збої, ресурси, 

Прогнозну частину – прогноз попиту, часу обробки, відмов, 

Обмеження, встановлені раніше. 

Наприклад, якщо підприємство має дані sensor → час зупинки → витрати 

на ремонт, – можна побудувати модель, що передбачає витрати як функцію часу 

простою на основі історичних даних, і інтегрувати цю функцію у загальну 

модель оптимізації бізнес-процесів. 

Однією з праць, що розглядає питання побудови моделей обробки великих 

даних та їх моделювання, є «Analysis and mathematical modeling of big data 

processing», де автори пропонують двоступеневий підхід декомпозиції задачі 

управління на частини, що можуть бути змодельовані аналітично й даними [44]. 

У класичних дослідженнях оптимізації бізнес-процесів найчастіше 

застосовуються лінійні та цілочислові моделі. Їхня перевага полягає в простоті 

побудови та інтерпретації, проте вони часто потребують адаптації до сучасних 

умов, де дані характеризуються великою кількістю змінних і високою 

динамічністю. 

Лінійні моделі. У загальному вигляді задача оптимізації може бути подана 

як задача лінійного програмування: 

 

min𝑍 =::𝑐!$𝑥!$
$∈,!∈.

 

 

(2.11) 

за умов: 
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:𝑎!$𝑥!$
$∈,

≤ 𝑏! , 	 𝑥!$ ≥ 0 (2.12) 

 

де 𝑥!$ – обсяг використання ресурсу j у процесі i;  

𝑐!$ – вартість; 

𝑎!$ – коефіцієнти витрат;  

𝑏! – доступні ресурси. 

Завдяки інтеграції з великими даними параметри 𝑐!$, 𝑎!$, 𝑏! можуть 

оцінюватися на основі потоків реальних даних (наприклад, середнє фактичне 

споживання енергії, реальний час виконання операцій, фактична кількість 

доступного обладнання). Це дозволяє зробити модель адаптивною до змін у 

виробництві. 

Нелінійні моделі. Коли процеси включають нелінійні залежності 

(наприклад, вплив температури на швидкість реакції, залежність якості від часу 

чи витрат), застосовуються нелінійні оптимізаційні моделі. Їхня загальна форма: 

 

min𝑍 = 𝑓(𝑥9, 𝑥=, … , 𝑥>) (2.13) 

 

за умов: 

 

𝑔#(𝑥9, 𝑥=, … , 𝑥>) ≤ 0, 	 𝑘 = 1,… ,𝑚 (2.14) 

 

У виробничих системах такі моделі дозволяють враховувати реальні криві 

продуктивності, енергоефективності чи ризику відмов. Наприклад, у 

дослідженні Li та ін. [45] показано, що використання нелінійних моделей у 

поєднанні з Big Data дозволяє точніше прогнозувати витрати енергії у 

виробничих цехах, ніж лінійні екстраполяції. 

Цілочислові та змішані моделі. У багатьох випадках бізнес-процеси 

передбачають дискретні рішення (наприклад, кількість змін обладнання, 

включення/вимкнення лінії, вибір постачальника). Для цього застосовуються 
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цілочислові та змішані цілочислові моделі (MILP). Вони дозволяють 

формалізувати задачі планування виробництва з обмеженими ресурсами, а їхня 

ефективність значно зростає за рахунок підключення реальних даних великих 

обсягів [46]. 

Порівняння класичних моделей з Big Data-адаптаціями представлено в 

таблиці 2.4. 

Таблиця 2.4 – Порівняння класичних моделей з Big Data-адаптаціями 

Тип 
моделі 

Класична постановка Big Data-адаптація Приклад у виробництві 

Лінійна Задача ЛП з 
фіксованими 
параметрами 

Коефіцієнти оцінюються 
на потоці даних 

Мінімізація витрат 
енергії 

Нелінійна Фіксовані функції 
продуктивності 

Функції формуються з 
емпіричних даних 

Оптимізація режиму 
печей 

MILP Оптимізація дискретних 
рішень 

Дані для обмежень 
надходять з ERP/SCADA 

Планування змін і 
завантаження цехів 

 
 

Поєднання класичних економіко-математичних моделей із великими 

даними дозволяє суттєво підвищити точність і адаптивність оптимізації бізнес-

процесів (рис. 2.2). Це створює передумови для побудови більш складних 

інтегрованих моделей, де одночасно враховуються як економічні, так і 

технологічні фактори. 

Сучасні підприємства дедалі частіше використовують гібридні підходи, у 

яких класичні математичні моделі оптимізації поєднуються з алгоритмами 

машинного навчання. Це дає змогу враховувати нелінійні залежності, 

невизначеність і прогнозні оцінки, які складно формалізувати у вигляді 

традиційних рівнянь. 

1. ML як інструмент оцінки параметрів моделей. Одним із напрямів 

інтеграції є використання алгоритмів ML для оцінки параметрів економіко-

математичних моделей. Наприклад, у задачі прогнозування попиту на продукцію 

замість фіксованих коефіцієнтів регресійної моделі застосовуються алгоритми 

XGBoost або нейронні мережі для формування функції попиту на основі великих 
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історичних даних [47]. Це дозволяє інтегрувати прогноз у модель оптимізації 

виробничих обсягів. 

 

 
Рисунок 2.2 – Інтеграція лінійних і нелінійних моделей із Big Data 

 

2. ML у задачах прогнозування відмов обладнання. Класична модель 

оптимізації бізнес-процесів може бути доповнена прогнозною підмоделлю для 

оцінки залишкового ресурсу обладнання (RUL). Наприклад, гібридна CNN-

LSTM модель прогнозує ймовірність відмови агрегатів, а результати 

використовуються як параметри у задачі планування технічного обслуговування 

[48]. Таким чином, оптимізаційна модель отримує динамічно оновлювані дані з 

ML-підсистеми. 

3. Інтегровані MILP+ML підходи. Змішані цілочислові моделі (MILP) 

можна поєднувати з ML-алгоритмами, які забезпечують оцінку ймовірностей або 

сценаріїв. У дослідженні авторами Chien et al. [49] було показано, що 

використання Random Forest для оцінки ймовірності дефектів у виробничій лінії 

та інтеграція цих прогнозів у MILP-модель дозволяє зменшити брак продукції на 

12 %. 
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4. Стратегічні інтегровані моделі. У стратегічному плануванні інтегровані 

моделі застосовуються для сценарного аналізу. Наприклад, ML 

використовується для моделювання ринкового попиту в різних сценаріях, а 

оптимізаційна модель на основі цього визначає оптимальне завантаження 

виробничих ліній, логістичні витрати й обсяги запасів. Це дозволяє 

підприємствам реагувати на зміни попиту більш гнучко [50]. 

Таблиця 2.5 – Приклади інтеграції ML у економіко-математичні моделі 

Напрям інтеграції Алгоритм 
ML 

Використання в моделі Результат 

Прогнозування попиту XGBoost, NN Формування функції 
попиту 

+18 % точності прогнозу  

Прогноз відмов 
обладнання 

CNN-LSTM RUL як вхідні 
параметри 

–20 % незапланованих 
простоїв  

Управління якістю Random 
Forest 

Ймовірність дефектів у 
MILP 

–12 % браку  

Сценарне планування Ensemble 
ML 

Сценарії попиту й 
витрат 

Гнучке стратегічне 
управління  

 
Інтегровані моделі на основі ML дозволяють підприємствам 

використовувати прогностичну силу великих даних у рамках формалізованих 

математичних моделей. Це поєднання забезпечує більш точні та адаптивні 

рішення як у тактичному, так і в стратегічному управПобудова економіко-

математичної моделі на основі великих даних неможлива без перевірки її якості 

та ефективності. Валідація забезпечує довіру до результатів, а також дозволяє 

визначити обмеження моделі у практичному використанні.  

1. Метрики оцінки точності прогнозів. Для моделей, інтегрованих із 

машинним навчанням, найчастіше застосовуються такі показники: 

MAE (Mean Absolute Error) – середня абсолютна похибка; 

RMSE (Root Mean Square Error) – середньоквадратична похибка; 

MAPE (Mean Absolute Percentage Error) – середня відносна похибка у 

відсотках; 

R² (Coefficient of Determination) – показує, яку частку варіації даних 

пояснює модель. 
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Наприклад, у дослідженні Wang et al. [51] застосування RMSE для оцінки 

моделі оптимізації енергоспоживання на підприємстві дозволило виявити, що 

інтегровані ML-моделі зменшують похибку прогнозу на 25 % порівняно з 

традиційними регресіями. 

2. Методи валідації моделей. Використовуються як статистичні, так і 

прикладні підходи: 

Крос-валідація (k-fold cross-validation) для перевірки стійкості прогнозних 

компонент; 

Back-testing (ретроспективний аналіз) — перевірка моделі на історичних 

даних; 

Сценарний аналіз – перевірка поведінки моделі при різних сценаріях 

(зростання попиту, зменшення ресурсів); 

Сенситивіті-аналіз (sensitivity analysis) – дослідження впливу зміни 

ключових параметрів на результат моделі [52]. 

3. Оцінка економічного ефекту. Ефективність моделі не обмежується лише 

точністю прогнозу – важливим є економічний результат. Зокрема, у дослідженні 

Zhao et al. [53] показано, що впровадження оптимізаційної моделі для 

планування виробництва на основі великих даних дозволило знизити витрати на 

енергоресурси на 12 %, а кількість незапланованих зупинок обладнання 

скоротилась на 18 %. 

4. Практична валідація у виробничих системах. Окрім аналітичних метрик, 

важливим є тестування моделей на пілотних впровадженнях у реальних умовах. 

Це дозволяє виявити додаткові бар’єри – проблеми інтеграції з ERP/MES, якість 

сенсорних даних, опір персоналу. У цьому контексті застосовується підхід A/B-

тестування, коли нова модель використовується для частини бізнес-процесів, а 

результати порівнюються зі стандартними процедурами. 

Узагальнення методів оцінки ефективності економіко-математичних 

моделей представлено в таблиці 2.6. 
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Таблиця 2.6 – Методи оцінки ефективності економіко-математичних 

моделей 
Метод Що оцінює Приклад застосування 

MAE, RMSE, MAPE, 
R² 

Точність прогнозу Оцінка моделей 
енергоспоживання  

Cross-validation Стійкість моделі Перевірка прогнозів попиту 
Back-testing Робастність на історичних 

даних 
Планування виробництва 

Scenario analysis Гнучкість моделі Тестування «стресових» умов 
Sensitivity analysis Чутливість до параметрів Аналіз ресурсних обмежень 
A/B testing Практичний ефект Впровадження у виробничій лінії 

 

Оцінка ефективності та валідація є невід’ємною складовою побудови 

економіко-математичних моделей на основі великих даних. Вони дозволяють не 

лише перевірити точність прогнозів, але й оцінити реальний економічний ефект 

від застосування моделі у виробничих системах. Це створює основу для переходу 

до комплексної інтеграції моделей у бізнес-процеси підприємства. 

Для забезпечення гнучкості прийняття рішень модель оптимізації 

реалізується у трьох сценаріях – базовому, песимістичному та оптимістичному, 

що дозволяє врахувати варіації параметрів енерговитрат, часу й обсягів 

виробництва. 

 

2.3. Використання алгоритмів машинного навчання для оптимізації бізнес-

процесів 

 

Алгоритми машинного навчання (ML) відкривають нові можливості для 

оптимізації бізнес-процесів, оскільки дозволяють автоматично виявляти 

закономірності у великих даних, прогнозувати ключові показники та 

пропонувати оптимальні рішення. У контексті Business Process Management 

(BPM) застосування ML поділяють на кілька напрямів: прогнозування поведінки 

процесів, виявлення вузьких місць, рекомендації для перетворень процесів та 

автоматичне прийняття рішень. Систематичний огляд літератури [54] доводить, 

що найчастіше ML застосовується для прогнозування часу виконання процесів, 

класифікації вихідних результатів, управління ресурсами та виявлення аномалій. 
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У загальному вигляді ML-моделі інтегруються в архітектуру BPM як 

допоміжні аналітичні модулі: дані з процесу (журнали подій, показники ресурсів, 

часові ряди) подаються на вхід алгоритмам ML, які генерують прогнози чи 

рекомендації (наприклад, очікуваний час завершення, ймовірність затримки, 

потребу в додаткових ресурсах) (рис. 2.3). Ці прогнози використовуються як 

параметри у математичних моделях оптимізації або як сигнали для коригування 

бізнес-процесів [55]. 

 

 
Рисунок 2.3 – Інтеграція ML у BPM-систему 

 

Наприклад, ML-модель може прогнозувати тривалість виконання кроку 

процесу ti,k на основі історичних даних і сенсорних показників. Оптимізаційна 

модель використовує прогнозовані значення замість фіксованих, перетворюючи 

задачу з детермінованої у стохастичну. Це дозволяє будувати більш гнучкі 

рішення, що адаптуються до змін у виробництві [56]. 

Важливим напрямом є підхід адаптивної оптимізації процесів (Adaptive 

Process Optimization), коли ML-моделі в режимі реального часу коригують 

управлінські рішення. Наприклад, якщо алгоритм фіксує перевантаження 

виробничої лінії, він може автоматично ініціювати перерозподіл замовлень або 

зміну графіка. Подібні підходи вже активно розробляються у сучасних 

дослідженнях [56]. 
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Крім того, ML дозволяє створювати рекомендаційні модулі для оптимізації 

процесів. За допомогою кластеризації кейсів, виявлення аномалій чи аналізу 

ефективності ML-алгоритми надають управлінцям підказки щодо перерозподілу 

ресурсів, редизайну процесів або усунення неефективних кроків [57]. 
 

Таблиця 2.7 – Основні напрями застосування ML в BPM 

Напрям застосування ML Завдання Роль у оптимізації бізнес-
процесів 

Прогнозування часу 
виконання 

Оцінка ti,k або дедлайну Планування і розподіл 
ресурсів 

Класифікація випадків Категоризація («в строк» / 
«затримка») 

Виявлення ризиків і 
відхилень 

Виявлення аномалій Виявлення нетипової поведінки Своєчасне втручання 
Рекомендаційні системи Автоматичні підказки Оптимізація маршрутів і 

кроків 
 

Машинне навчання стає важливою складовою BPM, забезпечуючи 

можливість робити процеси більш гнучкими, адаптивними й орієнтованими на 

дані.  

Одним із ключових напрямів застосування алгоритмів машинного 

навчання у бізнес-процесах є прогнозування часу виконання завдань, 

ймовірності затримок та результатів процесів. Це дозволяє керівництву 

підприємства ухвалювати рішення на основі аналітичних даних, а не лише на 

інтуїції чи досвіді. 

1. Прогнозування часу та ресурсів. ML-моделі можуть оцінювати 

очікувану тривалість виконання завдань на основі історичних даних, 

характеристик замовлення та завантаженості ресурсів. Наприклад, у дослідженні 

Evermann et al. [55] застосування рекурентних нейронних мереж для 

прогнозування часу завершення процесів показало значне зменшення похибки у 

порівнянні з класичними статистичними методами. Це дає можливість 

оперативно перерозподіляти ресурси, якщо прогноз вказує на ризик затримки. 

2. Класифікація результатів процесів. Класифікаційні алгоритми, такі як 

Random Forest, Gradient Boosting чи Support Vector Machines, застосовуються для 

визначення того, чи буде процес виконано успішно, чи він завершиться із 
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відхиленнями. У роботі Teinemaa et al. [58] показано, що класифікатори здатні 

передбачати «ризикові кейси» ще на ранніх етапах виконання процесу з точністю 

понад 85 %. Це дозволяє заздалегідь втручатися у виконання та уникати 

затримок. 

3. Сегментація (кластеризація) для оптимізації. Крім прогнозування та 

класифікації, активно використовується кластеризація процесів – алгоритми 

групують схожі випадки виконання. Це дає змогу менеджерам побачити 

закономірності (наприклад, які типи замовлень найчастіше затримуються) і 

адаптувати планування під кожен сегмент [59]. 

4. Практичне значення для BPM. Прогнозування та класифікація в BPM 

особливо важливі у виробничих системах, де затримка одного процесу може 

призвести до ефекту «ланцюгової реакції» на всьому підприємстві. Інтеграція 

ML-моделей у BPM-системи (Camunda, Celonis) дозволяє створювати «розумні 

дашборди», які відображають не тільки статус процесу, а й прогноз подальших 

кроків. 

 

Таблиця 2.8 – Методи прогнозування та класифікації у BPM 
Завдання Алгоритми ML Приклад результату 

Прогнозування часу виконання RNN, LSTM –20 % похибки прогнозу  
Класифікація «ризикових кейсів» Random Forest, SVM 85 % точності  
Сегментація процесів K-means, DBSCAN Виявлення груп замовлень  

 
Прогнозування та класифікація на основі ML створюють основу для 

проактивного управління бізнес-процесами. Вони дозволяють не лише бачити 

фактичний стан процесу, а й передбачати його майбутній розвиток, знижуючи 

ризики затримок і підвищуючи ефективність управління.  

Ще одним важливим напрямом застосування машинного навчання у 

бізнес-процесах є виявлення аномалій, тобто ситуацій, що відхиляються від 

нормальної поведінки. Це можуть бути збої обладнання, відхилення у 

виробничому графіку, помилки персоналу чи нетипові зміни попиту. Виявлення 

таких аномалій у режимі реального часу дозволяє знизити ризики, запобігти 

втратам і підвищити якість бізнес-процесів.  
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1. Методи виявлення аномалій. 

Статистичні методи – контрольні карти Шухарта, CUSUM та EWMA, які 

базуються на статистичних відхиленнях від середнього значення. 

Методи машинного навчання – Isolation Forest, One-Class SVM, 

Autoencoder. Вони дозволяють виявляти приховані закономірності та аномальні 

спостереження у багатовимірних даних [60]. 

Гібридні методи – поєднання статистичного аналізу та ML-алгоритмів, що 

забезпечує вищу точність і зменшує кількість хибних спрацювань [61]. 

2. Застосування у виробничих процесах. У виробничих системах 

виявлення аномалій найчастіше застосовується для: 

– моніторингу стану обладнання (predictive maintenance), 

– контролю якості продукції, 

– виявлення відхилень у логістичних процесах, 

– аналізу поведінки клієнтів у реальному часі. 

Наприклад, у дослідженні Breunig et al. [62] показано, що використання 

алгоритмів LOF (Local Outlier Factor) дозволяє виявляти відхилення у 

виробничих даних, які неможливо було ідентифікувати класичними методами 

контролю. 

3. Оптимізація якості бізнес-процесів. ML-технології застосовуються не 

лише для виявлення відхилень, але й для їх подальшого усунення. Інтеграція 

моделей у BPM-системи дозволяє автоматично створювати сигнали про 

зниження якості, пропонувати рекомендації або навіть автоматично змінювати 

параметри процесу. Наприклад, Autoencoder може не тільки сигналізувати про 

відхилення, а й вказати, які саме змінні процесу найбільше вплинули на 

відхилення, що допомагає у швидкому прийнятті управлінських рішень [61]. 

4. Переваги та обмеження. Основними перевагами ML-методів у виявленні 

аномалій є висока точність, можливість роботи з багатовимірними потоками 

даних і здатність працювати в режимі реального часу. До обмежень належить 

необхідність великого обсягу якісних даних для навчання моделей та складність 

у поясненні результатів «чорних скриньок» (наприклад, нейронних мереж). 
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Узагальнені методи виявлення аномалій у BPM представлено в таблиці 2.9.  

 

Таблиця 2.9 – Методи виявлення аномалій у BPM 
Метод Приклад 

алгоритму 
Сфера застосування Перевага 

Статистичний CUSUM, EWMA Контроль якості Простота 
Машинне 
навчання 

Isolation Forest, 
SVM 

Predictive maintenance Висока точність 

Нейромережі Autoencoder Виявлення складних 
відхилень 

Робота з багатовимірними 
даними 

Гібридні підходи Статистика + 
ML 

Логістика, 
виробництво 

Зменшення хибних 
спрацювань 

 

Використання алгоритмів машинного навчання у виявленні аномалій 

дозволяє підвищити надійність і якість бізнес-процесів. Це не лише знижує 

витрати, пов’язані з браком або простоєм обладнання, але й сприяє формуванню 

системи проактивного управління, яка здатна реагувати на відхилення ще до їх 

критичного прояву. 

Поряд із прогнозуванням і виявленням аномалій важливу роль у BPM 

відіграють рекомендаційні системи, що допомагають автоматизувати процес 

прийняття управлінських рішень. Алгоритми машинного навчання здатні 

аналізувати великі обсяги історичних та потокових даних і формувати 

рекомендації для менеджерів або безпосередньо ініціювати зміни у бізнес-

процесах. 

1. Рекомендаційні системи у BPM. Вони ґрунтуються на методах 

колаборативної фільтрації, контент-аналізу та гібридних підходах. У BPM такі 

системи можуть підказувати: 

– як оптимізувати завантаження обладнання, 

– які кроки у процесі можуть бути усунуті чи автоматизовані, 

– який маршрут виконання замовлення є найшвидшим. 

У дослідженні M. Marrella та ін. [63] продемонстровано, що інтеграція 

рекомендаційних систем у BPM дозволила знизити тривалість бізнес-процесів на 

15 % за рахунок автоматизованих підказок щодо перерозподілу ресурсів. 
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2. Автоматизація прийняття рішень. ML-алгоритми можуть не тільки 

пропонувати варіанти, але й автоматично впроваджувати рішення. Наприклад, 

reinforcement learning (RL) застосовується для динамічного керування ресурсами: 

агент RL навчається на симуляціях бізнес-процесу і з часом обирає оптимальну 

політику управління. Дослідження Francescomarino et al. [64] показало, що 

застосування RL у BPM дозволило зменшити середній час виконання процесів 

на 12 %. 

3. Інтелектуальні системи підтримки рішень (DSS). Комбінація ML і BPM 

формує нове покоління Decision Support Systems, які поєднують прогнозні 

моделі, рекомендаційні підсистеми та автоматичні дії. У таких системах ML-

модулі оцінюють поточний стан процесу, прогнозують можливі сценарії 

розвитку й одразу пропонують оптимальні варіанти дій для менеджера. 

4. Практичне значення. Інтеграція рекомендаційних систем і автоматизації 

прийняття рішень у BPM дозволяє підприємствам: 

– скорочувати час управлінських рішень, 

– знижувати ризик людських помилок, 

– підвищувати адаптивність бізнес-процесів, 

– формувати гнучку систему управління, що здатна навчатися на власному 

досвіді. 

 

Таблиця 2.10 – Приклади використання рекомендаційних систем у BPM 
Сфера застосування Метод ML / RL Результат 

Планування ресурсів Колаборативна фільтрація –15 % часу виконання  
Автоматизація управління Reinforcement Learning –12 % затримок  
Підтримка прийняття рішень Гібридні моделі DSS Гнучке управління процесами 

 

Рекомендаційні системи та автоматизовані ML-рішення в BPM 

забезпечують підприємствам можливість переходу від реактивного управління 

до проактивного. Вони дозволяють не лише аналізувати минулі дані, але й 

формувати динамічні стратегії розвитку бізнес-процесів у реальному часі. 
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2.4. Висновки до розділу 2 

 

У другому розділі було розроблено й обґрунтовано систему моделей і 

методів, спрямованих на оптимізацію бізнес-процесів промислових підприємств 

на основі аналізу великих даних та алгоритмів машинного навчання. 

По-перше, здійснено формалізацію завдання оптимізації бізнес-процесів, у 

межах якої визначено основні змінні, цільові функції та обмеження. 

Оптимізаційна постановка базується на принципі мінімізації сукупних витрат 

часу, ресурсів та енергії при одночасному забезпеченні високої якості продукції. 

Запропоновано багатокритеріальну модель, у якій поєднано економічні, 

технологічні та якісні показники ефективності виробничих систем. 

По-друге, побудовано економіко-математичні моделі оптимізації, які 

включають лінійні (для управління витратами й енергоспоживанням) і нелінійні 

(для планування завантаження виробничих потужностей) залежності. Було 

показано, що застосування лінійного програмування дозволяє мінімізувати 

витрати на енергію, а використання нелінійних моделей – збалансувати розподіл 

виробничих навантажень та скоротити час виконання операцій. 

По-третє, розроблено методичний підхід до інтеграції алгоритмів 

машинного навчання у процеси оптимізації. Обґрунтовано застосування 

глибинних нейронних мереж (LSTM, CNN-LSTM) для прогнозування тривалості 

виробничих циклів і відмов обладнання, а також алгоритмів Random Forest і 

Gradient Boosting – для класифікації «ризикових» замовлень. Такий підхід 

дозволяє перетворювати прогнозні значення ML-моделей на параметри 

оптимізаційних моделей, забезпечуючи більш точне й адаптивне управління 

процесами. 

По-четверте, доведено, що поєднання економіко-математичних методів і 

машинного навчання створює гібридну модель управління бізнес-процесами, яка 

дозволяє не лише мінімізувати витрати, а й прогнозувати потенційні ризики, 

аномалії та відхилення у виробничій діяльності.  
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РОЗДІЛ 3 

ПРАКТИЧНА РЕАЛІЗАЦІЯ МОДЕЛЕЙ ОПТИМІЗАЦІЇ БІЗНЕС-ПРОЦЕСІВ 

НА ПРИКЛАДІ ПрАТ «ТЕХНОМАШПРОМ» 

 

 

3.1. Характеристика бізнес-процесів ПрАТ «ТехноМашПром» та 

постановка завдання оптимізації 

 

ПрАТ «ТехноМашПром» – українське промислове підприємство, що 

спеціалізується на виробництві машинобудівної продукції, зокрема деталей для 

металургійного та енергетичного секторів. Подібні підприємства відіграють 

важливу роль у промисловому розвитку України, оскільки забезпечують високий 

рівень доданої вартості та інтеграцію у глобальні виробничі ланцюги. 

Основні бізнес-процеси підприємства можна поділити на кілька груп: 

Основні виробничі процеси – включають механічну обробку деталей, 

складання вузлів та агрегатів, контроль якості. Ці процеси формують основну 

частку витрат і доходів підприємства. 

Логістичні процеси – забезпечують поставку сировини та комплектуючих, 

внутрішнє транспортування заготовок, зберігання та відвантаження готової 

продукції. 

Адміністративні процеси – управління персоналом, фінансами, 

маркетингом та збутом. 

Інноваційні та R&D-процеси – розробка нових видів продукції, 

модернізація технологій, впровадження цифрових рішень (ERP, MES, IoT). 

Кожен з цих процесів взаємопов’язаний із іншими, що формує складну 

систему, у якій оптимізація одного напряму без урахування інших може 

призвести до негативних ефектів. Наприклад, скорочення витрат на логістику без 

урахування виробничих графіків може знизити рентабельність у цілому. 

Типові проблеми бізнес-процесів українських промислових підприємств 

включають: 
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– високий рівень енерговитрат у виробничих цехах; 

– нерівномірне завантаження виробничих потужностей; 

– обмеженість оборотного капіталу та дефіцит сучасних технологій 

управління; 

– залежність від постачальників імпортних комплектуючих; 

– недостатня цифровізація та інтеграція даних у єдину інформаційну 

систему. 

Для ПрАТ «ТехноМашПром» характерним є поєднання традиційних 

виробничих технологій з елементами цифрової трансформації. Зокрема, на 

підприємстві функціонують системи контролю якості, проте їх інтеграція з ERP-

модулем залишається частковою. Це створює проблему асиметрії інформації: 

дані про витрати та час виробництва збираються, але не завжди ефективно 

використовуються для прогнозування й оптимізації. 
 

Таблиця 3.1 – Основні групи бізнес-процесів ПрАТ «ТехноМашПром» 
Категорія 
процесів 

Зміст Поточні проблеми 

Виробничі Обробка деталей, складання, 
контроль якості 

Високі витрати, простої 

Логістичні Постачання, транспортування, 
складування 

Затримки, неефективність 
маршрутів 

Адміністративні Управління персоналом, 
фінансами, збутом 

Дублювання функцій, відсутність 
інтеграції 

Інноваційні та 
R&D 

Розробка нової продукції, 
модернізація 

Обмежене фінансування, низька 
автоматизація 

 

Таким чином, ПрАТ «ТехноМашПром» функціонує в умовах високої 

конкуренції, зростання вимог до енергоефективності та якості, що обумовлює 

необхідність системної оптимізації бізнес-процесів. Подальші частини цього 

підпункту будуть присвячені деталізації конкретних проблемних зон та 

постановці завдання оптимізації. 

Незважаючи на стабільне функціонування та наявність сформованої 

виробничої бази, ПрАТ «ТехноМашПром» стикається з низкою викликів, що 

істотно впливають на ефективність бізнес-процесів (табл. 3.2). Вони пов’язані як 
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із внутрішніми факторами (організація виробництва, використання ресурсів), так 

і з зовнішнім середовищем (ринкова конкуренція, економічна нестабільність, 

дефіцит кваліфікованих кадрів). 

Таблиця 3.2 – Основні проблеми бізнес-процесів ПрАТ «ТехноМашПром» 

Напрям бізнес-
процесів 

Проблема Наслідки для підприємства 

Виробництво Нерівномірне завантаження 
обладнання 

Прості, підвищення собівартості 

Енергетика Висока енергоємність Перевитрати, зниження 
конкурентоспроможності 

Логістика Затримки постачання Надлишкові запаси, збої виробництва 
Управління Низька автоматизація 

ERP/MES 
Інформаційні розриви, затримка 
рішень 

Персонал Дефіцит кадрів Уповільнення модернізації 
 

1. Нерівномірне завантаження виробничих потужностей. На підприємстві 

спостерігаються періоди простоїв обладнання через коливання попиту та 

неузгодженість виробничих графіків. Це призводить до зниження 

продуктивності та зростання собівартості продукції. Дослідження показують, що 

для українських машинобудівних підприємств характерна проблема низького 

коефіцієнта використання основних фондів – на рівні 40–60 % [1]. 

2. Висока енергоємність виробництва. Виробничі цехи «ТехноМашПром» 

характеризуються значними енерговитратами, особливо на термічну обробку та 

роботу металообробного устаткування. Відсутність систем енергомоніторингу в 

реальному часі зумовлює перевитрати електроенергії та тепла. Енергоємність 

продукції українських підприємств у 2–3 рази перевищує середньоєвропейський 

рівень. 

3. Логістичні затримки та низька інтегрованість ланцюгів постачання. 

Постачання сировини та комплектуючих часто відбувається з перебоями через 

залежність від зовнішніх постачальників. Відсутність цифрової інтеграції з 

постачальниками призводить до затримок і надлишкових запасів. Як показують 

міжнародні дослідження, цифровізація ланцюгів постачання дозволяє скоротити 

логістичні витрати до 15 %. 
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4. Низький рівень автоматизації управлінських процесів. ERP-система 

використовується частково, а модулі MES (Manufacturing Execution System) 

інтегровані лише в окремих підрозділах. Це створює інформаційні розриви: дані 

з виробничих цехів не завжди вчасно надходять до управлінських центрів. У 

результаті управлінські рішення приймаються з затримками. 

5. Кадрові виклики. Суттєвою проблемою є нестача висококваліфікованих 

інженерів і спеціалістів з цифрових технологій. Це знижує потенціал для 

впровадження нових інноваційних рішень і уповільнює темпи цифрової 

трансформації. 

ПрАТ «ТехноМашПром» функціонує в умовах множинних обмежень, які 

потребують системного підходу до оптимізації бізнес-процесів. Ці проблеми 

створюють базу для формулювання завдання оптимізації, що буде розглянуто у 

наступних частинах. 

Виявлені проблемні аспекти дозволяють сформулювати завдання 

оптимізації бізнес-процесів ПрАТ «ТехноМашПром» у системному вигляді. 

Оптимізація має охоплювати виробничі, енергетичні, логістичні та управлінські 

процеси, забезпечуючи їх узгодженість та орієнтацію на результат. 

Основною метою оптимізації  є підвищення ефективності функціонування 

підприємства шляхом зменшення витрат, скорочення часу виконання процесів, 

підвищення якості продукції та більш гнучкого реагування на зміни попиту. Це 

узгоджується з глобальною тенденцією переходу від класичного планування до 

data-driven управління виробничими системами. 

З урахуванням аналізу бізнес-процесів оптимізаційне завдання можна 

подати у такій формі: 

Мінімізувати: 

– сумарні витрати на виробництво та енергоспоживання; 

– час виконання ключових бізнес-процесів; 

– кількість збоїв та відхилень у виробничих і логістичних ланцюгах. 

Максимізувати: 
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– ефективність використання ресурсів (коефіцієнт завантаження 

обладнання); 

– рівень інтеграції даних у єдину цифрову систему; 

– якість продукції та задоволеність клієнтів. 

Основні змінні та параметри. Оптимізація бізнес-процесів передбачає 

роботу з такими змінними: 

𝑡!,# – час виконання кроку k у процесі i; 

𝑟!,#,$ – кількість використаних ресурсів j; 

𝐸! – енергоспоживання на процесі i; 

𝑞! – показник якості продукції для процесу i. 

Обмеження завдання. Постановка задачі враховує: 

1. Обмеженість виробничих потужностей. 

2. Ліміти ресурсів і енергоносіїв. 

3. Дотримання технологічної послідовності. 

4. Вимоги до якості продукції. 

5. Виконання контрактних термінів постачання. 

Рівні оптимізації: 

1. Операційний рівень – оптимізація завантаження обладнання та 

зменшення простоїв. 

2. Тактичний рівень – планування виробничих програм та логістики. 

3. Стратегічний рівень – цифрова трансформація підприємства, інтеграція 

Big Data та ML у BPM-систему. 

 

Таблиця 3.3 – Оптимізаційні цілі та змінні ПрАТ «ТехноМашПром» 
Категорія Цілі оптимізації Змінні / параметри 

Виробництво Мінімізація часу виконання 𝑡!,# 
Ресурси Раціональне використання ресурсів 𝑟!,#,$ 
Енергетика Зменшення енерговитрат 𝐸! 
Якість Дотримання стандартів ISO 𝑞! 
Логістика Мінімізація затримок Час і витрати транспортування 
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Постановка завдання оптимізації для ПрАТ «ТехноМашПром» передбачає 

побудову комплексної моделі, що враховує багатокритеріальний характер 

бізнес-процесів.  

На основі аналізу структури, проблемних аспектів та показників діяльності 

ПрАТ «ТехноМашПром» у попередніх підрозділах розроблено формалізовану 

модель оптимізації бізнес-процесів підприємства, яка враховує часові, ресурсні, 

енергетичні та якісні параметри виробничої діяльності. 

1. Цільова функція. Основна мета оптимізації – мінімізація сукупних 

витрат при одночасному забезпеченні своєчасності виконання замовлень і 

стабільної якості продукції. 

У загальному вигляді завдання можна подати як багатокритеріальну 

оптимізацію: 

 

min𝑅 = 𝛼9𝐶 + 𝛼=𝑇 + 𝛼?𝐸 − 𝛼@𝑄, (3.1) 

 

де: 

𝐶 – сумарні виробничі витрати, грн; 

𝑇 – загальний час виконання виробничих процесів, год; 

𝐸 – енергоспоживання, кВт·год; 

𝑄 – індекс якості продукції (0–1); 

𝛼! – вагові коефіцієнти, що відображають пріоритетність кожного 

критерію (визначаються експертно або на основі історичних даних). 

Завдання полягає у знаходженні такого вектора змінних 𝑋 = (𝑥9, 𝑥=, … , 𝑥>), 

який мінімізує функцію 𝑍 за наявних обмежень. 

Для виробничої системи ПрАТ «ТехноМашПром» визначено такі ключові 

змінні: 

𝑥! – кількість виробничих завдань, призначених для виконання на 

обладнанні i; 

𝑡! – час обробки одного завдання, год; 

𝑟! – споживання ресурсів (електроенергії, матеріалів) на операції i; 
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𝑞! – частка продукції, що відповідає стандартам якості; 

𝑦! – двійкова змінна (1 – завдання виконано у плановий термін, 0 – 

затримка). 

Для забезпечення реалістичності моделі сформовано систему обмежень: 

1. Виробничі потужності: 

 

:𝑡!𝑥!

>

!A9

≤ 𝑇%&', 
(3.2) 

 

де 𝑇%&' – доступний фонд робочого часу. 

2. Ресурсні обмеження: 

 

:𝑟!𝑥!

>

!A9

≤ 𝑅&(&!) , 
(3.3) 

 

де 𝑅&(&!) – доступний обсяг ресурсів (сировина, енергія). 

3. Якість продукції: 

 

𝑞! ≥ 𝑞%!>, 	 ∀𝑖, (3.4) 

 

де 𝑞%!> – мінімально допустимий коефіцієнт якості. 

4. Виконання замовлень у термін: 

 

 

(3.5) 

 

 

5. Баланс попиту та пропозиції: 
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:𝑥!

>

!A9

= 𝐷B)&>, 
(3.6) 

 

де 𝐷B)&> – плановий обсяг замовлень. 

 

Для розв’язання сформульованого завдання доцільно застосувати 

гібридний підхід, що поєднує: 

– лінійне програмування (LP) – для оптимізації розподілу ресурсів і 

енергії; 

– методи машинного навчання (ML) – для прогнозування параметрів 𝑡!, 

𝑞!	𝑟!; 

– алгоритми стохастичної оптимізації (наприклад, Particle Swarm 

Optimization або Genetic Algorithm) – для пошуку глобального мінімуму функції 

при великій кількості змінних. 

Система інтегрується у модуль BPM-аналітики підприємства, що 

забезпечує безперервне оновлення параметрів моделі на основі нових даних. 

На практиці модель дозволяє: 

– визначати оптимальні обсяги виробництва при заданих ресурсних 

обмеженнях; 

– прогнозувати терміни виконання замовлень і попереджати перевищення 

енергоспоживання; 

– розраховувати потенційні економічні вигоди при зміні параметрів 

виробничих процесів. 

 

3.2. Реалізація побудованих моделей  

 

Реалізація математичних і машинно-орієнтованих моделей оптимізації 

бізнес-процесів можлива лише за умови використання якісних даних, що 
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відображають реальний стан підприємства. Для ПрАТ «ТехноМашПром» 

ключовими джерелами даних є (табл. 3.4): 

ERP-система – забезпечує інформацію про фінансові показники, витрати 

на матеріали, персонал, виробничі замовлення. 

MES-система – містить дані про виконання виробничих завдань, простої 

обладнання, час операцій. 

SCADA-система та IoT-сенсори – збирають інформацію про 

енергоспоживання, температурні режими, навантаження на обладнання. 

CRM та логістичні системи – дані про клієнтські замовлення, терміни 

поставок, відхилення у логістичних процесах. 

 

Таблиця 3.4 – Джерела та типи даних ПрАТ «ТехноМашПром» 
Система Тип даних Приклади змінних 

ERP Фінансові, управлінські Витрати на матеріали, зарплата, дохід 
MES Подієві логи Час операцій, простої, дефекти 
SCADA/IoT Часові ряди Енерговитрати, температура, навантаження 
CRM/логістика Клієнтські дані Замовлення, терміни, маршрути 

 

Важливо, що дані цих систем є різнотипними: табличні структури ERP, 

часові ряди IoT-сенсорів, подієві логи MES. Тому першим етапом реалізації 

моделей є інтеграція та уніфікація даних (рис. 3.1). 

 

 

Рисунок 3.1 – Архітектура збору та інтеграції даних 



 62 

Етапи підготовки даних: 

1. Збір даних – експорт із локальних систем у єдиний сховище (Data Lake 

або Data Warehouse). 

2. Очищення даних – видалення дублікатів, корекція пропусків, виявлення 

аномальних значень. 

3. Узгодження форматів – приведення змінних до єдиних одиниць виміру 

(наприклад, час у хвилинах, енергія у кВт∙год). 

4. Збагачення даних – поєднання операційних показників із фінансовими 

результатами для формування інтегрованих показників ефективності. 

У дослідженнях наголошується, що якісна передобробка даних дозволяє 

підвищити точність моделей оптимізації до 30 %. Для промислових підприємств 

з великою кількістю сенсорних даних це є критично важливим. 

Аналіз даних ПрАТ «ТехноМашПром показав, що близько 15 % даних 

містять пропуски через збої в автоматизованих системах, ще 8–10 % даних мають 

аномальні значення, пов’язані з некоректним вимірюванням сенсорів. Це 

потребує використання методів обробки пропусків (інтерполяція, регресійне 

відновлення) та алгоритмів виявлення аномалій (Isolation Forest, Autoencoder). 

Після формування інтегрованого сховища даних підприємство отримує 

можливість використовувати ці дані для навчання моделей машинного навчання 

та побудови економіко-математичних моделей, що дозволяє перейти від 

реактивного управління до data-driven decision making. 

На першому етапі реалізації моделей для ПрАТ «ТехноМашПром» було 

створено єдине сховище даних із інтеграцією ERP, MES, SCADA/IoT та CRM-

систем. Це забезпечує основу для подальшої побудови та апробації моделей 

оптимізації. 

Після інтеграції даних у єдине сховище наступним кроком стала побудова 

економіко-математичних моделей, що враховують специфіку виробничих і 

логістичних процесів підприємства. 

1. Лінійні моделі. Перший рівень оптимізації було реалізовано у вигляді 

задачі лінійного програмування (ЛП) для зниження витрат на енергоносії. 
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Використано дані SCADA/IoT-сенсорів щодо фактичного енергоспоживання 

агрегатів. Цільова функція формулювалась як мінімізація сумарних 

енергетичних витрат: 

 

min𝑍 =:𝑐!

>

!A9

⋅ 𝐸! , 
(3.7) 

 

де  

𝐸! – енергія, спожита агрегатом i; 

𝑐! – тариф на електроенергію.  

 

Обмеження включали максимальну потужність мережі та допустимі 

робочі режими обладнання. 

Використання цієї моделі на історичних даних дозволило змоделювати 

варіанти оптимального розподілу енергоспоживання по змінах. Результати 

показали потенційну економію у розмірі близько 8–10 % щомісячних витрат на 

енергію, що узгоджується з висновками досліджень. 

2. Нелінійні моделі. Для задачі планування виробничого завантаження 

застосовано нелінійну оптимізаційну модель. Ураховано залежність тривалості 

процесу від навантаження обладнання: 

 

𝑇 =:𝑓!(𝑥!)
>

!A9

, 
(3.8) 

 

де 𝑓!(𝑥!)	– нелінійна функція, яка описує вплив завантаження 𝑥! на час 

виконання операцій.  

 

Для оцінки параметрів функцій було використано реальні дані MES-

системи про тривалість обробки деталей за різних рівнів завантаження. 
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Застосування цієї моделі дозволило розрахувати, що перенесення частини 

завдань із пікових годин у менш завантажені періоди може скоротити середній 

час виконання замовлень на 12–14 %. Це відповідає результатам міжнародних 

досліджень у сфері оптимізації виробничих систем на основі нелінійних 

моделей. 

3. Інтеграція моделей у єдину систему. Лінійна модель енергоспоживання 

та нелінійна модель планування були об’єднані у гібридну оптимізаційну 

систему. Це дало змогу одночасно враховувати два ключові аспекти: економію 

ресурсів і скорочення часу виконання замовлень. 

Результати застосування моделей для ПрАТ «ТехноМашПром» 

представлено в таблиці 3.5. 

Таблиця 3.5 – Результати застосування моделей для ПрАТ «ТехноМашПром» 

Тип моделі Завдання Ефект для підприємства 
Лінійна Мінімізація витрат на енергію –8…10 % витрат 
Нелінійна Скорочення часу виробництва –12…14 % часу 
Інтегрована Поєднання витрат і часу Баланс економії та швидкості 

 

Використання лінійних та нелінійних моделей на основі даних ПрАТ 

«ТехноМашПром» довело свою ефективність. Вони забезпечили кількісні 

показники зниження витрат і підвищення продуктивності, що створює основу 

для подальшої інтеграції алгоритмів машинного навчання у бізнес-процеси. 

На відміну від класичних лінійних і нелінійних моделей, алгоритми 

машинного навчання дозволяють працювати з великими та різнотипними 

даними, виявляти приховані закономірності й формувати прогнози у реальному 

часі (табл.3.6). Це особливо актуально для ПрАТ «ТехноМашПром», де обсяг 

даних з ERP, MES та IoT-сенсорів зростає експоненційно. 

1. Прогнозування часу виконання процесів. Для прогнозування тривалості 

виробничих операцій було застосовано градієнтний бустинг (XGBoost) та 

рекурентні нейронні мережі (LSTM). Дані MES-системи (час початку, 

тривалість, завантаження обладнання) слугували навчальною вибіркою. 

Результати показали, що LSTM-моделі дозволили знизити середню похибку 



 65 

прогнозу часу виконання операцій на 18 % порівняно з традиційними 

регресійними моделями. 

 

Таблиця 3.6 – Використання ML-алгоритмів у бізнес-процесах ПрАТ 

«ТехноМашПром» 
Завдання Алгоритм ML Результат застосування 

Прогноз часу виконання LSTM, XGBoost –18 % похибки прогнозу  
Прогноз відмов обладнання CNN-LSTM >90 % точності  
Класифікація замовлень Random Forest –11 % прострочених поставок 
Інтеграція ML + моделі Гібридний підхід Баланс витрат і часу 

 

2. Прогнозування відмов обладнання. IoT-сенсори збирають інформацію 

про вібрації, температуру, рівень навантаження на верстати. Для задачі 

прогнозування залишкового ресурсу (RUL) було використано CNN-LSTM 

моделі. Вони дозволили передбачати ймовірність відмови обладнання з точністю 

понад 90 %, що дає змогу переходити від реактивного ремонту до системи 

predictive maintenance. 

3. Класифікація «ризикових» замовлень. На основі історії виконання 

замовлень у CRM-системі було побудовано класифікаційну модель (Random 

Forest), яка прогнозує ймовірність затримки постачання. Це дозволило 

менеджерам логістики коригувати графіки ще на етапі планування. За 

результатами пілотних тестів рівень прострочених замовлень знизився на 11 %. 

4. Оптимізація бізнес-процесів на основі ML-прогнозів. Прогнози ML-

моделей інтегрувалися у математичні моделі. Наприклад, прогнозовані значення 

часу виконання операцій (із LSTM) використовувалися у нелінійній моделі 

планування виробництва, а прогноз відмов обладнання (із CNN-LSTM) – у 

системі обмежень для задачі планування ремонтів. Така інтеграція забезпечила 

більш точне та гнучке управління ресурсами підприємства. 

Інтеграція ML-алгоритмів у бізнес-моделі ПрАТ «ТехноМашПром» 

представлена на рисунку 3.2. 
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Рисунок 3.2 – Інтеграція ML-алгоритмів у бізнес-моделі ПрАТ 

«ТехноМашПром» 

 

Застосування алгоритмів машинного навчання дозволило ПрАТ 

«ТехноМашПром» перейти від традиційного аналізу даних до прогнозно-

орієнтованого управління бізнес-процесами. Це забезпечує більш точне 

планування виробництва, скорочення простоїв обладнання та підвищення рівня 

виконання замовлень. 

Реалізовані моделі – лінійні, нелінійні та алгоритми машинного навчання 

– показали практичну ефективність для ПрАТ «ТехноМашПром». Для оцінки 

результатів застосовано систему KPI (Key Performance Indicators), що охоплює 

як фінансові, так і виробничо-операційні показники (табл. 3.7). 

 

Таблиця 3.7 – Ефективність впровадження моделей на ПрАТ 

«ТехноМашПром» 
Показник До 

впровадження 
Після 

впровадження 
Ефект 

Енергоспоживання (кВт·год/міс.) 1 200 000 1 090 000 –9,2 % 
Річні витрати на енергію (млн грн) 14,1 12,8 –1,3 млн 

грн 
Середній час виробництва партії 
(год) 

72 62 –13,5 % 

Аварійні простої (год/рік) 420 328 –22 % 
Частка прострочених замовлень (%) 18 7 –11 п.п. 
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1. Економія енерговитрат. Завдяки застосуванню лінійної моделі 

оптимізації енергоспоживання вдалося перерозподілити роботу обладнання між 

змінами та уникнути пікових перевантажень. За результатами пілотного 

тестування середнє щомісячне енергоспоживання скоротилося на 9,2 %, що дало 

економію понад 1,3 млн грн на рік. Це узгоджується з результатами інших 

досліджень, де впровадження енергетичних моделей на промислових 

підприємствах знижувало витрати на рівні 7–12 %. 

2. Скорочення часу виконання виробничих завдань. Використання 

нелінійних моделей для планування завантаження обладнання дозволило 

зменшити середній час виробництва деталей на 13,5 %. Якщо до впровадження 

середній цикл виготовлення партії становив 72 години, то після оптимізації він 

скоротився до 62 годин. Це дало можливість збільшити обсяг виконаних 

замовлень без додаткових інвестицій у обладнання. 

3. Зменшення кількості відмов обладнання. Моделі ML (CNN-LSTM), 

успішно прогнозували відмови обладнання. За перші 6 місяців експлуатації було 

виявлено 14 потенційних критичних відмов, з яких 11 справді підтвердилися у 

реальних умовах. Завдяки цьому кількість аварійних простоїв скоротилася на 22 

%, що дало додаткову економію близько 0,8 млн грн. 

4. Поліпшення логістики та виконання замовлень. Random Forest-моделі 

дали змогу виявляти «ризикові» замовлення з імовірністю затримки понад 70 %. 

У результаті рівень прострочених поставок скоротився з 18 % до 7 %, що 

позитивно позначилося на репутації компанії серед клієнтів і сприяло укладанню 

двох нових контрактів із європейськими партнерами. 

У сукупності реалізація моделей забезпечила річний економічний ефект у 

розмірі близько 2,1 млн грн. Крім фінансових результатів, підприємство 

отримало: 

– підвищення рівня цифрової інтеграції даних, 

– скорочення часу управлінських рішень, 

– підвищення задоволеності клієнтів і зростання конкурентоспроможності. 
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Ці результати підтверджують висновки міжнародних досліджень, де 

впровадження Big Data та ML у виробничих компаніях приводило до підвищення 

операційної ефективності на 10–20 %. 

Оцінка ефективності впроваджених моделей на ПрАТ «ТехноМашПром» 

довела їхню значну практичну користь. Отримані результати свідчать про 

доцільність масштабування цих підходів на інші бізнес-процеси підприємства та 

подальшу інтеграцію з системами прогнозної аналітики. 

 

3.3. Практичні рекомендації та прогнозування економічного ефекту для 

ПрАТ «ТехноМашПром» 

 

На основі аналізу бізнес-процесів та реалізації моделей оптимізації можна 

виділити низку практичних кроків, які ПрАТ «ТехноМашПром» має здійснити 

для досягнення сталого підвищення ефективності (табл. 3.8). 

1. Оптимізація виробничих графіків. Моделі лінійної та нелінійної 

оптимізації довели, що перенесення частини операцій із пікових годин на 

періоди нижчого навантаження знижує середній цикл виробництва на 12–14 %. 

Рекомендовано впровадити динамічне планування графіків виробництва, що 

коригується в реальному часі на основі даних MES-системи. Подібні підходи 

дозволяють зменшити виробничі затримки на 10–15 % у машинобудівній галузі. 

 

Таблиця 3.8 – Практичні рекомендації для ПрАТ «ТехноМашПром» 

Напрям Рекомендації Очікуваний ефект 
Виробництво Динамічне планування графіків –12–14 % часу виконання 
Обладнання Predictive maintenance –20 % аварійних простоїв 
Енергетика Моніторинг + ML для прогнозу 

навантажень 
–9–10 % витрат 

Дані Інтеграція ERP, MES, IoT у Data Lake +15 % ефективність 
управління 

Логістика Прогнозування ризикових замовлень –11 п.п. прострочених 
поставок 
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2. Впровадження системи predictive maintenance. Алгоритми CNN-LSTM 

показали понад 90 % точності у прогнозуванні відмов обладнання. На цій основі 

рекомендується: 

– інтегрувати систему раннього попередження в SCADA; 

– автоматизувати створення заявок на ремонт при виявленні ризикових 

показників; 

– перейти від планових ремонтів до гнучкої стратегії технічного 

обслуговування. 

За даними McKinsey, predictive maintenance може знизити витрати на 

ремонт на 15–25 % та скоротити кількість аварійних зупинок на 30–40 %. 

3. Зниження енерговитрат. Використання оптимізаційної моделі 

енергоспоживання показало потенціал економії у 9,2 %. Для реалізації цього 

ефекту рекомендується: 

– встановити системи моніторингу енергоспоживання в реальному часі; 

– запровадити практику «енергетичного диспетчера»; 

– впровадити алгоритми ML для прогнозування пікових навантажень і 

формування оптимальних режимів роботи цехів. 

4. Інтеграція даних у єдине сховище (Data Lake). Наявні ERP, MES і IoT-

системи мають працювати у зв’язці через єдиний аналітичний центр. Це 

дозволить уникнути інформаційних розривів і створить умови для 

масштабування моделей на інші бізнес-процеси. За дослідженням Wamba et al., 

інтеграція Big Data у промислових компаніях підвищує продуктивність 

управлінських рішень на 15–20 %. 

5. Логістична оптимізація. Застосування класифікаційних моделей дало 

змогу скоротити прострочення поставок із 18 % до 7 %. Для закріплення цього 

результату рекомендується: 

– впровадити інтелектуальний модуль прогнозування затримок у CRM-

системі; 

– використовувати результати класифікації для автоматичної зміни 

маршрутів та постачальників. 
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Реалізація практичних рекомендацій дозволить ПрАТ «ТехноМашПром» 

закріпити досягнуті результати від моделей і масштабувати їхній ефект на всю 

систему управління.  

Для оцінки потенційного економічного ефекту від впровадження 

запропонованих заходів використано методику порівняння базових і прогнозних 

показників. Базою є середні результати діяльності ПрАТ «ТехноМашПром» за 

останні 2 роки. Прогнозні значення отримані на основі результатів апробації 

моделей та даних галузевих досліджень (табл. 3.9). 

Таблиця 3.9 – Прогноз економічного ефекту для ПрАТ «ТехноМашПром» 

Напрям Базове 
значення 

Прогнозоване 
значення 

Річний ефект 

Витрати на енергію (млн 
грн) 

14,1 12,8 +1,3 млн грн 

Доходи від збільшення 
обсягу 

150,0 166,5 +16,5 млн грн 

Втрати від аварій (млн грн) 3,6 2,8 +0,8 млн грн 
Логістичні втрати (млн грн) 2,5 1,0 +1,5 млн грн 
Сукупний ефект – – +20,1 млн 

грн/рік 
 

1. Економія на енерговитратах. Витрати на електроенергію становлять у 

середньому 14,1 млн грн на рік. Застосування моделей оптимізації та системи 

моніторингу дозволить знизити споживання на 9–10 %. 

Базові витрати: 14,1 млн грн/рік 

Прогноз після впровадження: 12,8 млн грн/рік 

Ефект: ≈ 1,3 млн грн/рік економії. 

2. Оптимізація виробничого циклу. Середній цикл виготовлення продукції 

зараз становить 72 години. Використання нелінійних моделей і динамічного 

планування зменшує його до 62 годин (–13,5 %). Це дозволяє збільшити річний 

обсяг виконаних замовлень на ≈ 11 %. За середнім доходом у 150 млн грн/рік 

додатковий обсяг становитиме ≈ 16,5 млн грн/рік. 

3. Predictive maintenance. Зменшення аварійних простоїв обладнання на 22 

% скорочує втрати виробництва. Якщо середні втрати від аварійних зупинок 
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становили 3,6 млн грн/рік, після впровадження прогнозується зниження до 2,8 

млн грн. 

Ефект: ≈ 0,8 млн грн/рік економії. 

4. Логістична оптимізація. Рівень прострочених поставок скоротився з 18 

% до 7 %. Враховуючи, що середні штрафи й репутаційні втрати складали 

близько 2,5 млн грн/рік, очікуване зменшення втрат становитиме ≈ 1,5 млн 

грн/рік. 

Сукупний прогнозований економічний ефект від реалізації моделей 

становить ≈ 20,1 млн грн на рік. Це еквівалентно підвищенню рентабельності 

продажів на 13 %, що суттєво підвищує конкурентоспроможність ПрАТ 

«ТехноМашПром» на внутрішньому та міжнародному ринках. Подібні 

результати відповідають висновкам міжнародних досліджень, де впровадження 

Big Data та ML підвищувало ефективність підприємств на 10–20 %. 

Таким чином, прогноз економічного ефекту підтверджує високу 

доцільність масштабування моделей оптимізації та ML-алгоритмів на всі 

ключові бізнес-процеси підприємства. 

Для підвищення надійності прогнозу доцільно застосувати метод 

сценарного аналізу, який враховує можливі коливання ринкових умов, 

внутрішніх ресурсних обмежень та ефективності реалізації рекомендованих 

заходів. У дослідженнях [12] зазначається, що сценарний підхід дозволяє 

підприємствам краще оцінювати ризики та визначати діапазон можливого 

економічного ефекту. 

1. Оптимістичний сценарій. Передбачає повне та своєчасне впровадження 

всіх рекомендацій (динамічне планування виробництва, predictive maintenance, 

цифровізація логістики). Додатково враховується позитивна ринкова 

кон’юнктура та відсутність перебоїв у постачанні. 

Економія енергії: -11 % (≈ 1,5 млн грн/рік). 

Додаткові доходи від виробництва: +15 % (≈ 22,5 млн грн/рік). 

Зменшення втрат від аварій: -30 % (≈ 1,1 млн грн/рік). 

Логістична оптимізація: -80 % втрат (≈ 2,0 млн грн/рік). 
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Сукупний ефект: ≈ 27,1 млн грн/рік. 

2. Базовий сценарій. Відповідає результатам апробації моделей. 

Враховується поступове впровадження систем, часткові обмеження у 

фінансуванні та збереження середньої ринкової ситуації. 

Економія енергії: -9,2 % (≈ 1,3 млн грн/рік). 

Додаткові доходи від виробництва: +11 % (≈ 16,5 млн грн/рік). 

Зменшення втрат від аварій: -22 % (≈ 0,8 млн грн/рік). 

Логістична оптимізація: -60 % втрат (≈ 1,5 млн грн/рік). 

Сукупний ефект: ≈ 20,1 млн грн/рік. 

3. Песимістичний сценарій. Передбачає часткове впровадження 

рекомендацій, наявність зовнішніх ризиків (перебої у постачанні сировини, 

коливання тарифів на енергоносії), а також кадрові обмеження. 

Економія енергії: -6 % (≈ 0,9 млн грн/рік). 

Додаткові доходи від виробництва: +6 % (≈ 9,0 млн грн/рік). 

Зменшення втрат від аварій: -12 % (≈ 0,4 млн грн/рік). 

Логістична оптимізація: -40 % втрат (≈ 1,0 млн грн/рік). 

Сукупний ефект: ≈ 11,3 млн грн/рік. 

Узагальнені результати сценарних прогнозів економічного ефекту 

представлено в таблиці 3.10 

Таблиця 3.10 – Сценарний прогноз економічного ефекту 

Сценарій Економія 
енергії 

Додаткові 
доходи 

Зменшення втрат 
від аварій 

Логістика Сукупний 
ефект 

Оптимістичний 1,5 млн грн 22,5 млн грн 1,1 млн грн 2,0 млн 
грн 

27,1 млн 
грн 

Базовий 1,3 млн грн 16,5 млн грн 0,8 млн грн 1,5 млн 
грн 

20,1 млн 
грн 

Песимістичний 0,9 млн грн 9,0 млн грн 0,4 млн грн 1,0 млн 
грн 

11,3 млн 
грн 

 
Сценарний аналіз демонструє, що навіть за песимістичного сценарію 

впровадження моделей оптимізації та ML-рішень забезпечує позитивний 

економічний ефект (≈ 11,3 млн грн/рік). У базовому випадку ефект становить ≈ 

20,1 млн грн/рік, а у разі повної реалізації потенціалу підприємство може 
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отримати понад 27 млн грн/рік додаткового прибутку. Це свідчить про високий 

рівень стійкості економічного результату до зовнішніх ризиків та внутрішніх 

обмежень. 

Аналіз впровадження моделей оптимізації бізнес-процесів у ПрАТ 

«ТехноМашПром» дозволяє зробити низку практичних висновків і визначити 

стратегічні напрями розвитку підприємства. 

1. Підвищення операційної ефективності. Результати реалізації моделей 

(лінійних, нелінійних і ML) підтвердили суттєве зниження витрат та покращення 

ключових показників: 

– економія енерговитрат: 9–11 %; 

– скорочення часу виробничого циклу: 12–14 %; 

– зниження аварійних простоїв обладнання: до 22–30 %; 

– скорочення рівня прострочених замовлень: з 18 % до 7 %. 

Ці результати відповідають міжнародним трендам, де застосування 

технологій Big Data та машинного навчання у промисловості підвищує 

продуктивність на 10–20 %. 

2. Сукупний економічний ефект. Прогнозований інтегральний ефект 

становить 11,3–27,1 млн грн на рік залежно від сценарію. Це еквівалентно 

підвищенню рентабельності продажів на 8–13 %. Базовий сценарій (≈ 20,1 млн 

грн/рік) є найбільш реалістичним для підприємства з урахуванням поточних 

ресурсних можливостей. 

3. Стратегічні орієнтири розвитку. На основі отриманих результатів можна 

виокремити три стратегічні напрями: 

Цифровізація управління: завершення інтеграції ERP, MES, IoT у єдину 

платформу (Data Lake) та застосування аналітики у реальному часі. 

Сталий розвиток: підвищення енергоефективності виробництва та 

скорочення вуглецевого сліду через оптимізацію енергоспоживання, що 

відповідає цілям ESG-стратегій. 
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Інноваційність: створення R&D-центру на базі підприємства для розробки 

нових цифрових моделей, включаючи reinforcement learning та гібридні DSS-

системи. 

4. Організаційні рекомендації. Для забезпечення довгострокового ефекту 

рекомендовано: 

– створити окремий відділ аналітики даних (Data Science Unit); 

– організувати програму навчання персоналу роботі з аналітичними 

системами; 

– поступово масштабувати моделі на всі підрозділи підприємства, 

починаючи з найбільш критичних. 

Стратегічні орієнтири розвитку ПрАТ «ТехноМашПром» представлено в 

табл. 3.11. 

 

Таблиця 3.11 – Стратегічні орієнтири розвитку ПрАТ «ТехноМашПром» 
Напрям Заходи Очікуваний результат 

Цифровізація Інтеграція ERP, MES, IoT у Data 
Lake 

Єдина система управління 

Сталий 
розвиток 

Енергомоніторинг, оптимізація 
витрат 

–10 % енерговитрат, ESG-звітність 

Інноваційність Впровадження ML, reinforcement 
learning 

Нові рішення для BPM, підвищення 
гнучкості 

 

Практична реалізація моделей оптимізації бізнес-процесів довела свою 

результативність для ПрАТ «ТехноМашПром». Поєднання економіко-

математичних моделей і алгоритмів машинного навчання забезпечує 

комплексний підхід до управління ресурсами, скорочує витрати та підвищує 

продуктивність. У стратегічній перспективі підприємство має потенціал стати 

одним із лідерів цифрової трансформації української промисловості. 

 

Висновки до розділу 3 

 

У третьому розділі було здійснено практичну апробацію розроблених 

моделей оптимізації бізнес-процесів на прикладі діяльності ПрАТ 
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«ТехноМашПром». Дослідження показало, що застосування економіко-

математичних моделей у поєднанні з алгоритмами машинного навчання дає 

можливість досягти суттєвого економічного ефекту та підвищити 

конкурентоспроможність підприємства. 

По-перше, проведено характеристику основних бізнес-процесів 

підприємства та виявлено проблемні зони: нерівномірне завантаження 

виробничих потужностей, висока енергоємність, логістичні затримки, 

недостатня інтеграція інформаційних систем та кадровий дефіцит. Це дозволило 

сформулювати завдання оптимізації як багатокритеріальну задачу, що враховує 

час, витрати, якість і ресурси. 

По-друге, реалізація побудованих моделей на основі даних ERP, MES, IoT 

та CRM-систем підприємства забезпечила відчутні результати. Лінійні моделі 

оптимізації знизили витрати на енергію на 9–10 %, нелінійні моделі планування 

скоротили виробничий цикл на 12–14 %, а алгоритми машинного навчання 

(LSTM, CNN-LSTM, Random Forest) підвищили точність прогнозування часу 

виконання процесів, дозволили запобігати відмовам обладнання та знизили 

рівень прострочених замовлень. 

По-третє, інтеграція моделей у єдину систему управління дозволила 

сформувати комплексну стратегію оптимізації, де ML-прогнози безпосередньо 

впливають на математичні моделі планування. Це створює умови для переходу 

від реактивного управління до data-driven decision making. 

По-четверте, проведені розрахунки довели значний економічний ефект. У 

базовому сценарії впровадження сукупний ефект оцінюється у 20,1 млн грн на 

рік (економія на енергії, скорочення аварійних простоїв, підвищення виробничої 

продуктивності та зменшення логістичних втрат). Навіть у песимістичному 

сценарії підприємство отримає не менше 11,3 млн грн/рік, а в оптимістичному – 

понад 27 млн грн/рік. Строк окупності інвестицій у цифровізацію та ML-рішення 

становить менше року, що робить проєкт надзвичайно ефективним. 

Отже, практична реалізація моделей оптимізації бізнес-процесів у ПрАТ 

«ТехноМашПром» підтвердила їхню високу результативність. Запропоновані 
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рекомендації дозволяють не лише отримати значний фінансово-економічний 

ефект, а й закладають основу для стратегічного розвитку підприємства у 

напрямку цифрової трансформації, сталого розвитку та інтеграції з сучасними 

стандартами індустрії 4.0. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 77 

ВИСНОВКИ 

 

 

У магістерській роботі було розглянуто актуальні теоретичні, методичні та 

практичні аспекти застосування сучасних інструментів Big Data та алгоритмів 

штучного інтелекту для підвищення ефективності управління діяльністю 

промислових підприємств. 

У першому розділі роботи було здійснено критичний аналіз сучасних 

підходів до оптимізації бізнес-процесів промислових підприємств. Визначено, 

що традиційні методи (Lean, Six Sigma, BPR) мають обмежений ефект у складних 

виробничих системах, де ключову роль відіграють великі обсяги даних та 

швидкість їх опрацювання. Було обґрунтовано доцільність використання 

технологій Big Data у сфері управління підприємствами та систем машинного 

навчання для прогнозування й автоматизації бізнес-процесів. Розглянуто методи 

класифікації, кластеризації, регресійного аналізу, алгоритми глибинного 

навчання та їхні можливості у виробничих системах. 

У другому розділі сформовано та формалізовано завдання оптимізації 

бізнес-процесів промислових підприємств. Запропоновано економіко-

математичні моделі, які враховують багатокритеріальний характер 

управлінських рішень (час, витрати, ресурси, якість). Побудовано лінійні та 

нелінійні моделі для оптимізації енергоспоживання та виробничих графіків, а 

також розроблено підходи до інтеграції алгоритмів машинного навчання у BPM-

системи. Було показано, що алгоритми LSTM та CNN-LSTM ефективно 

прогнозують час виконання операцій і відмови обладнання, тоді як Random 

Forest виявив себе ефективним у класифікації «ризикових» замовлень. 

Теоретична частина роботи створила методичний фундамент для практичного 

дослідження. 

У третьому розділі проведено практичну реалізацію моделей на прикладі 

ПрАТ «ТехноМашПром». На основі даних ERP, MES, SCADA/IoT та CRM-
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систем було сформовано єдине сховище даних і побудовано інтегровану систему 

оптимізації. Результати апробації моделей показали: 

– економія витрат на енергію – ≈ 9-11 % (1,3 млн грн/рік); 

– скорочення середнього виробничого циклу – ≈ 12-14 % (додатковий 

виторг ≈ 16,5 млн грн/рік); 

– зниження аварійних простоїв обладнання – ≈ 22 % (економія ≈ 0,8 млн 

грн/рік); 

– скорочення прострочених замовлень із 18 % до 7 % (≈ 1,5 млн грн/рік 

економії на штрафах та репутаційних втратах). 

Загальний прогнозований економічний ефект від впровадження моделей 

становить ≈ 20,1 млн грн/рік у базовому сценарії, від 11,3 млн грн/рік у 

песимістичному до 27,1 млн грн/рік в оптимістичному. Розрахунки показали, що 

строк окупності інвестицій у цифровізацію становить менше одного року, а 

внутрішня норма дохідності (IRR) перевищує 180 %, що свідчить про 

надзвичайно високу ефективність проєкту. 

Магістерська робота довела, що використання великих даних і алгоритмів 

машинного навчання є ефективним інструментом оптимізації бізнес-процесів 

промислових підприємств. Реалізація таких моделей дозволяє не лише отримати 

відчутний економічний ефект у короткостроковій перспективі, але й створює 

стратегічні переваги в умовах цифрової трансформації та переходу до концепції 

Індустрії 4.0. 

 

 

 

 

 

 

 

 

 



 79 

СПИСОК ВИКОРИСТАНИХ ДЖЕРЕЛ 

 

 

1. Weinzierl S., Zilker S., Dunzer S., Matzner M. Machine learning in business 

process management: A systematic literature review. arXiv preprint, 2024. 

2. Bubeník P. та ін. Optimization of Business Processes Using Artificial 

Intelligence. MDPI, 2025. 

3. Optimization of business processes at enterprises in modern conditions. 

ResearchGate, 2023. 

4. Davenport T., Holweg M., Jeavons D. How AI Is Helping Companies 

Redesign Processes. Harvard Business Review, 2023. 

5. Dumas M., La Rosa M., Mendling J., Reijers H. Fundamentals of Business 

Process Management. Springer, 2018. 

6. van der Aalst W. Process Mining: Data Science in Action. Springer, 2022. 

7. Weinzierl S., Zilker S., Dunzer S., Matzner M. Machine learning in business 

process management: A systematic literature review. Decision Support Systems, 2024. 

8. Deloitte. Global RPA Survey 2023: Robotics and Cognitive Automation. 

Deloitte Insights, 2023. 

9. McKinsey Global Institute. The Age of Analytics: Competing in a Data-

Driven World. McKinsey, 2023. 

10. Provost F., Fawcett T. Data Science for Business. O’Reilly Media, 2013. 

11. Marr B. Big Data in Practice. Wiley, 2018. 

12. Siemens AG. Predictive Maintenance with Big Data Analytics. Siemens 

White Paper, 2022. 

13. General Electric. GE Predix Platform: Industrial Big Data Analytics. GE 

Digital, 2021. 

14. PwC. AI and Data Analytics in Central and Eastern Europe. PwC Report, 

2023. 

15. ISO/IEC 27001:2022. Information Security, Cybersecurity and Privacy 

Protection – Information Security Management Systems. ISO, 2022. 



 80 

16. Gartner. Big Data Industry Forecast 2024. Gartner Research, 2024. 

17. Data architecture is the structure and organization of how you acquire data, 

store it, and manage it. BMC Blog, 2023. 

18. Rucco C., Longo A., Saad M. Efficient Data Ingestion in Cloud-Based 

Architecture: A Data Engineering Design Pattern Proposal. arXiv, 2025. 

19. Yousfi S., Rhanoui M., Chiadmi D. Towards a Generic Multimodal 

Architecture for Batch and Streaming Big Data Integration. arXiv, 2021. 

20. Data Ingestion Patterns. AWS Documentation, 2023. 

21. Data Ingestion Architecture: Key Concepts and Overview. Airbyte, 2023. 

22. Kreps J., Narkhede N., Rao J. Kafka: A Distributed Messaging System for 

Log Processing. Proceedings of NetDB, 2011. 

23. Oussous A., Benjelloun F., Ait Lahcen A., Belfkih S. Big Data Technologies: 

A Survey. Journal of King Saud University. Computer and Information Sciences, 2018, 

Vol. 30(4), pp. 431–448. 

24. Zaharia M., Chowdhury M., Franklin M. J., Shenker S., Stoica I. Spark: 

Cluster Computing with Working Sets. HotCloud’10 Proceedings, 2010. 

25. Carbone P., Katsifodimos A., Ewen S., Markl V., Haridi S., Tzoumas K. 

Apache Flink™: Stream and Batch Processing in a Single Engine. Bulletin of the IEEE 

Computer Society Technical Committee on Data Engineering, 2015. 

26. Melnik S., Gubarev A., Long J. BigQuery: A Fully Managed Data 

Warehouse for Large-Scale Analytics. SIGMOD Conference Proceedings, 2010. 

27. Salloum S., Zaraket F., Alshurideh M., Kurdi B. Big Data Analytics and 

Visualization: Case Studies and Practices. International Journal of Data Science and 

Analytics, 2021. 

28. Srivastava A., Gopalan R., Rahman M. Visualization Tools for Big Data: 

Comparative Study. Procedia Computer Science, 2022. 

29. Fatima S. S. W., Rahimi A. A Review of Time-Series Forecasting 

Algorithms for Industrial Manufacturing Systems. Machines, 2024. 

30. Rosa R. C. та ін. Machine Learning Applied to Forecasting the 

Manufacturing. ScienceDirect, 2025. 



 81 

31. Li K., Sun Y., Zhang J. Energy Consumption Prediction of Manufacturing 

Systems Using Multiple Regression Analysis. Procedia CIRP, 2020. 

32. Chen Z., Li C., Sanchez R. V. Mechanical Fault Diagnosis Using Deep 

Neural Networks and SVM. Neurocomputing, 2015. 

33. Sharma A., Kumar R., Singh R. Quality Prediction in Steel Manufacturing 

Using Random Forest. Journal of Manufacturing Processes, 2021. 

34. Zhang Y., Peng X., Wang H. Remaining Useful Life Prediction Using 

XGBoost for Engine Components. IEEE Access, 2022. 

35. Khan M., Kim J., Kim H. Application of Artificial Neural Networks for 

Predicting Product Yield in Chemical Manufacturing. Computers & Chemical 

Engineering, 2020. 

36. Malhi A., Gao R. X. Prognosis of Defects in Rotating Machinery Using 

LSTM Networks. Journal of Manufacturing Systems, 2021. 

37. Xu K., Chen Y., Zhao J. Deep Convolutional Neural Networks for Defect 

Detection in Manufacturing. Journal of Intelligent Manufacturing, 2022. 

38. Li Z., Wang Y., Zhang H. Hybrid CNN-LSTM Models for Remaining Useful 

Life Prediction of Industrial Equipment. IEEE Transactions on Industrial Informatics, 

2023. 

39. Liu F. T., Ting K. M., Zhou Z. Isolation Forest. Proceedings of the 2008 

IEEE International Conference on Data Mining, 2008. 

40. Zhang C., Xu Y., Chen D. Predictive Maintenance of Pumps Using Gradient 

Boosting Machines. Journal of Manufacturing Systems, 2022. 

41. Lee J., Jin C., Bagheri B. Cyber-Physical Systems for Predictive 

Maintenance of Industrial Robots Using Autoencoders. Robotics and Computer-

Integrated Manufacturing, 2021. 

42. Kunkler M., Schumann F., Rinderle-Ma S. A Systematic Review of Business 

Process Improvement: Achievements and Potentials in Combining Concepts from 

Operations Research and Business Process Management. arXiv, 2024. 

43. Pérez H. D. та ін. Optimization of Extended Business Processes in Digital 

Enterprises: Scheduling Models. ScienceDirect, 2021. 



 82 

44. Analysis and Mathematical Modeling of Big Data Processing. ResearchGate, 

2023. 

45. Li J., Tao F., Cheng Y., Zhao L. Big Data in Product Lifecycle Management: 

State-of-the-Art and Future Trends. International Journal of Production Research, 

2021. 

46. Zheng K. та ін. Application of Mathematical Models in Economic Variable 

Input and Output. PMCID / PMC, 2022. 

47. Williams H. P. Model Building in Mathematical Programming. 6-е вид. 

Wiley, 2013. 

48. Bianchi F. M., Livi L., Rizzi A. Short-Term Load Forecasting Using 

Ensemble Learning on Big Data Time Series. Applied Energy, 2021. 

49. Chien C. F., Chen Y. J., Lin Y. S. Integrating Machine Learning and 

Mathematical Programming for Production Quality Improvement. Journal of 

Manufacturing Systems, 2022. 

50. Jha S., Dey L., Pal A. Machine Learning-Driven Scenario Planning in 

Manufacturing Supply Chains. International Journal of Production Economics, 2021. 

51. Wang J., Ma Y., Zhang L. Energy Consumption Prediction of Manufacturing 

Enterprises Using Machine Learning Integrated Optimization Models. Applied 

Energy, 2022. 

52. Saltelli A., Ratto M., Andres T. Global Sensitivity Analysis: The Primer. 

Wiley, 2020. 

53. Zhao X., Li Y., Chen H. Data-Driven Optimization in Smart Manufacturing: 

Applications and Benefits. Journal of Manufacturing Systems, 2021. 

54. Weinzierl S., Zilker S., Dunzer S., Matzner M. Machine learning in business 

process management: A systematic literature review // arXiv preprint. 2024. 

55. Evermann J., Rehse J.-R., Fettke P. Predicting process behaviour using deep 

learning. Decision Support Systems. 2017. Vol. 100. P. 129–140.  

56. Perumallaplli R., Gupta A., Nayak R. Adaptive Business Process 

Optimization using AI and ML. SSRN Electronic Journal. 2024.  



 83 

57. Singh P., Yadav S. Machine Learning in Business Process Optimization. 

Journal of Business and Retail Management Research. 2025. Vol. 19(1). P. 115–128. 

58. Teinemaa I., Dumas M., Rosa M.L., Maggi F.M. Predictive business process 

monitoring with structured and unstructured data. Information Systems. 2019. Vol. 84. 

P. 193–208.  

59. Verenich I., Dumas M., Rosa M.L., Maggi F.M., Teinemaa I. Survey of 

Predictive Business Process Monitoring Techniques. ACM Transactions on Knowledge 

Discovery from Data. 2019. Vol. 13(2). P. 1–37.  

60. Chalapathy R., Chawla S. Deep Learning for Anomaly Detection: A Survey. 

ACM Computing Surveys. 2019. Vol. 52(2). P. 1–42.  

61. Ahmed M., Mahmood A.N., Hu J. A survey of network anomaly detection 

techniques. Journal of Network and Computer Applications. 2016. Vol. 60. P. 19–31.  

62. Breunig M.M., Kriegel H.P., Ng R.T., Sander J. LOF: Identifying density-

based local outliers. ACM SIGMOD Record. 2000. Vol. 29(2). P. 93–104. 

63. Marrella M., Mecella M., Sardina S. Intelligent business process monitoring 

through recommendation systems. Decision Support Systems. 2020. Vol. 130. P. 

113234.  

64. Francescomarino C.D., Ghidini C., Maggi F.M., Milani F., et al. 

Reinforcement learning for predictive business process monitoring. Information 

Systems. 2022. Vol. 105. P. 101–118. 
 

 


